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Sammanfattning 

Geografiska informationssystems anva ndning blir allt viktigare i da-

gens samha lle da r spatiala data kan lagras, ha mtas, analyseras och vi-

sualiseras. Genom att sammansta lla spatiala data kan en bild av verk-

ligheten abstraheras. Detaljerad information om va gna t och 

fo reteelser (refuger, bullerplank, skyltar etcetera) fo r analys leder till 

ett effektivare drift- och underha llsarbete. Vilket i sin tur ger en o kad 

framkomlighet fo r trafikanter.  

Teknikfo retaget Triona har en kartapplikation da r utmaningar har 

uppsta tt ga llande algoritmisk knytning av inma tta refuger (bena mnd 

Norge-datasamlingen) till det norska va gna tet. En refug a r en uppho j-

ning i gatan som avgra nsar ko rfa lt och pa minner om en trottoar i ut-

seendet. Denna fallstudie behandlade ett delproblem da r klassifice-
ring av refuger skulle kunna underla tta knytningen och 

fo rutsa ttningarna fo r analys. Syftet med studien kan sammanfattas 

till att presentera fo rslag pa  metoder fo r att klassificera refugerna 

med o vervakad maskininla rning. 

Med algoritmerna K-nearest neighbors (KNN) och Decision tree stu-

derades mo jligheten att automatiskt klassificera refugerna. En refug 
bestod av en vektorpolygon vilket a r en lista med koordinater. Poly-

gonens ho rn bestod av koordinatparen latitud och longitud. Norge-

datasamlingen var inte i fo rva g kategoriserad till sina elva typer och 

kunde da rfo r inte anva ndas. En datasamling med 2157 refuger med 

sju typer fra n Portland, USA tilla mpades i sta llet. De spatiala vektor-

polygonerna transformerades med Elliptical Fourier Descriptors 

(EFD). Maskinla rningsmodellerna tra nades pa  att klassificera refu-

gerna baserat pa  matematiska approximationer av dess konturer fra n 

EFD. Slutsatser kunde dras genom att refugtypernas konturer analy-

serades och prestationer observerades. Prestationer utva rderades 

utifra n tra ffsa kerhet med kompletterande ma tva rden som precision 

och a terkallelse pa  Portland-datasamlingen. Tra ffsa kerhet a r andelen 
ra tta klassificeringar av refugerna. KNN uppna dde 64 % och Decision 

tree 69 % tra ffsa kerhet. Da  ba da datasamlingarna var verkliga exem-

pel pa  refuger i va gna t kunde ett antagande go ras att det inte skulle 

bli en mycket ho gre tra ffsa kerhet om studiens metod appliceras pa  

Norge-datasamlingen. Modellernas prestationer bedo mdes da rmed 

inte vara tillra ckligt bra fo r en rekommendation. 

 

Sökord: gis, efd, elliptical fourier descriptors, k-nearest neighbors, 

decision tree, geospatial, machine learning, classification, traffic is-

land  
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Abstract 

Geographical information systems are becoming increasingly im-

portant in today´s society where spatial data can be stored, collected, 

analysed, and visualized. By compiling spatial data reality can be ab-

stracted. Detailed information on road networks and objects (traffic 

islands, noise barriers, signs, etcetera) for analysis leads to more effi-

cient operation and maintenance work. Which in turn provides in-

creased accessibility for road users. 

The technology company Triona has a map application where algo-

rithmic connection of traffic islands (Norway-dataset) to the Norwe-

gian road network has been challenging. A traffic island is an eleva-

tion in the street that delimits lanes and is reminiscent of a sidewalk 
in appearance. This case study addressed a sub-problem where clas-

sification of traffic islands could facilitate the connection and prereq-

uisites for analysis. The aim was to present methods that could clas-

sify the traffic islands with supervised machine learning. 

With the algorithms K-nearest neighbors (KNN) and Decision tree, 

the possibility of automatically classifying the traffic islands was 
studied. A traffic island consisted of a vector polygon which is a list 

storing its corners (latitude and longitude). The Norway-dataset was 

not previously labelled into its eleven types. A data collection of 2157 

refuges with seven types from Portland, USA was therefore applied 

instead. The traffic islands were transformed with Elliptical Fourier 

Descriptors which extracted an approximation of its contours to train 

the machine learning models on. Conclusions could be drawn by ana-

lysing the contours and observing performance. Performance was 

evaluated based on accuracy with precision and recall on the Port-

land-dataset. Accuracy is the proportion of correct classifications. 

KNN achieved 64% and Decision Tree 69% accuracy. As both da-

tasets contained real traffic islands in road networks, an assumption 
could be made that the accuracy would not be much higher if applied 

on the Norway-dataset. The result was not considered sufficient for a 

recommendation. 
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Förkortningar och definitioner  

GIS Geografiskt informationssystem 

Spatiala data Data som ba de har en geografisk position 

angett som koordinater och beskrivande 

attribut. 

Vektordata Vektordata a r uppbyggt av vektorer som 

formar olika geometrier som punkter, lin-
jer och polygoner fo r att representera 

verkliga objekt i ett GIS (QGIS, u.a ., s. 22). 

Rasterdata Besta r av pixlar som utgo r en bild. Till ex-

empel satellitbilder, dro narfotografier, ins-

kannande kartor (Esri, u.a .). 

TNE Transport Network Engine (TNE) av 

Triona. Plattform som hanterar informat-

ion om transportna t (Triona, u.a .-a).   

Indata En eller flera attribut som beskriver data-

punkterna som anva nds (engelsk bena mnd 

som features) i o vervakad maskininla r-

ning. 

Ma letikett  Kategori/typ (engelsk bena mnd som label) 

fo r varje datapunkt i o vervakad maskinin-

la rning som ska predikteras.  

Fo reteelse 

 

Term fo r ett objekt pa  en karta. Exempel 

pa  fo reteelser a r skyltar, bullerplank eller 

refuger. En fo reteelse i denna studie har en 

geografisk position och en geometri.   

Geometri Punkt, linje, polygon och multipolygon a r 

exempel pa  geometrier i ett GIS da r varje 

ho rn a r ett koordinatpar. 
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1 Introduktion 

1.1 Bakgrund 
Ett geografiskt informationssystem (GIS) a r ett viktigt teknologiskt 

verktyg fo r att analysera olika slags data som har ett spatialt attribut. 

GIS a r ett IT-system fo r att samla in, lagra, ha mta, analysera och visu-

alisera spatiala data. A nda sedan 1970-talet har GIS varit en viktig be-
sta ndsdel inom olika typer av omra den fo r att samla in och utforska 

geografisk information. Na gra exempel da r GIS anva nds inom a r 

stadsplanering, sjukva rd, offentlig sektor, transport och fo rvaltning 

av naturresurser (Chang, 2018). Öffentlig sektor anva nder GIS fo r att 

bland annat planera drift och underha ll av va gar och fo reteelser. 

Statens vegvesen (u.a .-b) ma l a r framkomlighet, trafiksa kerhet, miljo  

och universal design. En fo rdel med att anva nda GIS fo r analys av 

va gna t a r att det ger mo jligheter att fo rutspa  framtida underha llsbe-

hov. Ribeiro m.fl. (2019) visar olika tekniker fo r att prediktera trotto-

arers underha llsbehov i Portugal baserat pa  trafikta thet. Wattan och 

Al-Bakri (2019) har uppra ttat en databas fo r monitorering av gamla 

och nya broar i Irak baserat pa  grafisk analys av dokumenterade 
sprickor. En fo reteelse a r valfritt objekt som a r inma tt till en digital 

karta och utgo rs av spatiala data. Spatiala data beskriver ba de den 

geografiska positionen och annan karakta ristisk information till en 

fo reteelse. Flera anva ndningsomra den finns a ven fo r privatpersoner 

och anva nds dagligen genom olika slags tja nster som finns tillga ng-

liga. Ett exempel a r att en privatperson kan lokalisera en affa rsverk-
samhet i na rheten av var denne befinner sig och fa  en utra knad va g-

beskrivning till den platsen. Ö vrig media som kan fa  en geografisk 

position tillagd a r foton tagna med en mobilkamera (Chang, 2018). 

Det spatiala attributet besta mmer var en ha ndelse eller fo reteelse a r 

lokaliserad som ett tilla gg till resten av attributen. Shin och Jonathan 

(2011) beskriver ett GIS som att ”det bringar klarhet o ver ”vad”, 

”na r”, ”hur” och ”varfo r” genom att svara pa  ”var” till detta na got” (s. 

4).  

Maskininla rning a r ett delomra de inom artificiell intelligens och inde-

las i kategorierna o vervakad-, oo vervakad- och fo rsta rkningsmaski-

ninla rning. Kategorierna inneha ller verktyg som kan lo sa olika pro-

blem och uppgifter. Maskininla rning a r inte knutet till ett specifikt 

omra de utan kan appliceras inom ma nga olika omra den. Na gra upp-

gifter som o vervakad maskininla rning kan hja lpa till med a r regress-

ionsanalys och klassificeringar. Med hja lp av maskininla rningsalgo-

ritmer kan ett datorprogram la ra sig genom att tra na pa  data fo r att 

bli ba ttre pa  att go ra prediktering (Nikparvar & Thill, 2021; Russell & 

Norvig, 2010). I denna studie anva nds o vervakad maskininla rning 

da r tva  tillho rande klassificeringsalgoritmer kommer anva ndas. 

Dessa a r K-nearest neighbors (KNN) av Cover och Hart (1967) och 

Decision tree av Breiman m.fl. (1984). KNN anva nder en satt ma tdi-

stans i ett tva - eller multidimensionellt plan med ett besta mt antal 

”grannar” fo r att klassificera datapunkter i en datasamling. Decision 

tree anva nder i sta llet en tra dmodell da r varje nod a r ett beslut och 
varje gren en ma letikett. Ba da algoritmerna anses vara vanligt 
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fo rekommande vid o vervakad maskininla rning (Cunningham & 

Delany, 2022; Marshland, 2015). 

Denna studies uppdragsgivare a r teknikfo retaget Triona som tillhan-

daha ller en plattform fo r hantering av transportna t och fo reteelser 

vid namn Traffic Network Engine (TNE). I TNE finns olika fo reteelser 

(skyltar, bullerplank, refuger etcetera) som ma tts in i fa lt till va gna -

tet. TNE a r en o ppen standardplattform fo r hantering av stora data-

samlingar av olika transportna tverksdata till exempel ja rnva g, va g 

och sjo fart. TNE mo jliggo r fo r slutanva ndaren att anva nda data fra n 

transportna tverket o ver flera olika plattformar. TNE kan beskrivas 

som en brygga till den nationella va gdatabasen (NVDB) (Triona, u.a .-

a).  Utmaningar har uppsta tt na r fo reteelser ska knytas till va gna tet, 

och i synnerhet refuger i ett aktuellt projekt i Öslo. Ett vanligt an-

va ndningsomra de med maskininla rning inom GIS a r na r objekt beho -

ver identifieras och ma tas in till en karta (Krylov m.fl., 2018; 

Saeedimoghaddam & Stepinski, 2020). Fo reteelserna i denna studie 

a r redan inma tta till ett befintligt kartsystem. Fo reteelser (refuger in-

kluderat) samlas in i form av bilder tagna med en avancerad kamera 

placerad pa  en personbils tak (se Bilaga 1). Kameran bena mns Lady-

bug 5 och a r speciellt framtagen fo r att ta ho gkvalitativa foton i en 
360 graders vy. Det a r a ven s.k. Light Detection and Ranging (Lidar) 

sensorer monterade pa  personbilen. Enligt Teri och Musliman (2019) 

a r Lidar-tekniken en viktig del inom lantma teri. Lidar erbjuder mo j-

ligheten att transformera verkligheten fra n dess tva  dimensioner till 

tre dimensioner vilket resulterar i ett punktmoln. Dessa 3D-punkt-

moln besta r vanligtvis av x, y och z koordinater och ger mo jlighet fo r 

anva ndaren att ma ta in fo reteelser till en precision av 1,5 till 3 cm. 

Med hja lp av Ladybug 5 och Lidar kombinerat kan bilder och geogra-

fisk information inha mtas av fo reteelser vid valda va gna t. En speciell 

mjukvara sko ter processen med att samla in bilder och spatiala data 

av fo reteelserna. Na r den o nskade ko rningen a r gjord och de o nskade 

fo reteelserna a r insamlade bo rjar en automatiserad process fo r att 
utvinna panoramabilder. Det finns a ven mo jlighet att utvinna ortofo-

ton vilket vanligtvis a r tagna fra n luften med plan eller satellit (EyeVi, 

2022).   

En refug a r en uppho jning i gatan som avgra nsar olika ko rfa lt och lik-
nar en trottoar i utseendet. De finns pa  allma nna platser och kan till 
exempel mo jliggo ra fo r fotga ngare att inva nta pauser i trafiken da r 
passage o ver gatan blir mo jlig (SAÖL, 1956). Refuger a r ocksa  fo re-
kommande i mitten av cirkulationsplatser bena mnd rondell. Fo r att 
go ra bra analyser av spatiala data beho vs sa  mycket information som 
mo jligt som beskriver fo reteelsen. Anledningen till att en refug a r 
korrekt knuten till va gna tet i detta fall a r fra mst i drift- och under-
ha llssyfte (se Bilaga 5). Statens vegvesen har nytta av att samla in sa  
mycket data som mo jligt om fo reteelser fo r att genomfo ra analyser. 
Underleveranto rer som ansvarar fo r drift och underha ll a t Statens 
vegvesen har nytta av information om utbredning och beskrivningar 
av refugerna. Trafikanter beho ver ett va gna t som a r va l fo rvaltat och 
har en god framkomlighet. Ju na rmare en fullsta ndig abstraktion av 
verkligheten ett GIS kommer desto sto rre mo jligheter fo r analys och 
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predikteringar. Exempel pa  o nskad information om fo reteelser a r vil-
ken typ, till vem eller vad fo reteelsen tillho r och skapandedatum et-
cetera. De inma tta refugerna besta r endast av sin geometri i vektori-
serad form och geografiska position. Att knyta refuger till va gna tet 
algoritmiskt i applikationen har visat sig vara extra utmanande enligt 
systemutvecklare vid Triona. Detta leder till att manuellt arbete be-
ho ver utfo ras fo r att slutfo ra knytningen. Öm refugerna a r klassifice-
rade efter olika typer kan ocksa  knytningen delas upp i mindre pro-
blemomra den fo r varje typ av refug. I den ha r studien underso ks 
alternativa lo sningar med o vervakad maskininla rning fo r att under-
la tta knytningen genom att klassificera refugerna med olika typer. In-
data till en klassificeringsalgoritm besta r endast av refugerna som 
vektoriserade polygoner. Da r de vektoriserade polygonerna besta r av 
punkter (ho rn) som inneha ller tillho rande koordinater fo r refugen. 
Ömra det a r inte va l utforskat. Tva  funna studier har anva nt spatiala 
vektorgeometrier som indata fo r klassificering med maskininla rning 
(Andra s ik & Bí l, 2016; Veer m.fl., 2018). Polygonernas geometriska 
form beho ver ja mfo ras fo r att hitta gemensamma mo nster i den spa-
tiala datama ngden. Refugerna i denna studie a r ett verkligt exempel 
pa  na r en klassificering beho ver utfo ras na r tillga ngliga indata endast 
besta r av geometriska former och geografiska positioner (spatiala 
vektordata). En maskininla rningsmodell som kan klassificera refuger 
ra tt i Öslo skulle kunna appliceras till resten av refugerna i Norges 
va gna t. A ven andra typer av fo reteelser skulle kunna kategoriseras 
med metoden efter o nskade typer baserat pa  geometrisk form.  
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1.2 Problemformulering 
 

Figur 1.  Exempel på refuger i orange och länksekvenser i rosa. Genererat 
med QGIS. 

 

Hinder har uppsta tt na r refuger ska knytas algoritmiskt till det 

norska va gna tet som lett till att manuellt arbete kra vs fo r att slutfo ra 

knytningen. Informationen om refuger kommer levererade i formatet 

geopackage som geometriformen polygon. En polygon a r en lista av 

koordinater (longitud och latitud). Va gna tet a r uppdelat i flera s.k. 

la nksekvenser som i sin tur har ett start- och slutva rde. La nksekven-

ser a r en serie punkter som bildar en linje (se Bilaga 2). Refugen ska 

knytas till en eller flera la nksekvenser samt specifikt var den startar 

och slutar. Pa  en la nksekvens anges detta genom ett tal mellan 0 och 

1. Vilken la nksekvens eller la nksekvenser som en refug ska knytas till 

beror ba de pa  en ren subjektiv uppfattning av den personen som ut-

fo r knytningen och av olika slags villkor. Villkor kan vara na rhet till 

la nksekvensen, hur refugen a r positionerad och vilken typ av refug. 

Ölika scenarion och sva righetsgrader uppsta r beroende pa  hur refu-

gerna a r placerade i fo rha llande till va gna tet samt hur de a r utfor-

made. I de fall en refug avgra nsar tva  ko rfa lt men ligger ovanpa  en 

va gstra cka bo r de knytas till denna. I det minst komplicerade fallet sa  

a r en refug lokaliserad intill en la nksekvens (se Figur 1, 1) och bo r da  

knytas till den delen av la nksekvensen da r refugen bo rjar och slutar. 

Cirkulationsplatsers nav utgo rs av en rondell (se Figur 1, 2) vilket 

ocksa  a r en refug och denna bo r enbart knytas till den delen av va g-

na tet runtom rondellen och inte till infarts och utfartsva gar. I det 

1. 2.

3. 4.
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tredje exemplet (se Figur 1, 3) ligger refugen inringad av en la nk-

sekvens likt en rondell. I andra mer komplicerade fall kan en refug 
ligga precis mellan tva  va gstra ckor och beho ver da  kunna knytas till 

ba da tva  (se Figur 1, 4). En algoritm beho ver kunna knyta flera la nk-

sekvenser till en fo reteelse om no dva ndigt. Slutligen ska en knuten 

refug laddas upp till den norska NVDB. Ingen tidigare forskning har 

hittats om knytning av fo reteelser till va gna t med maskininla rning 

baserat pa  koordinater och o vriga komplexa villkor. 

De inma tta refugerna a r inte kategoriserade efter typer. Öm en refugs 
typ a r klassificerad genererar detta ytterligare ett mo jligt villkor fo r 
en algoritm att anva nda. En kategorisering av refugerna o ppnar upp 
mo jligheter att sa tta parametrar fo r hur refuger av samma typ kan 
knytas till la nksekvenser. I detta specifika fall a r exempelvis rondel-
ler (se Figur 1, 2) alltid positionerade i mitten av andra fo reteelser av 
typen ”Rundkjøring”. En knytning bo r da  ha start- och slutva rde pa  
1–0. A r refugtypen da  korrekt klassificerad som ”Rondell” kan detta 
utgo ra ett avgo rande villkor fo r en komplett utfo rd knytning i den si-
tuationen. Att kategorisera fo reteelser efter typer fo r hand a r tidskra -
vande och kra ver stora resurser. Klassificering med maskininla rning 
a r en automatiserad process. Att refuger a r korrekt knutna och klas-
sificerade i va gna tet ger ba ttre mo jligheter fo r analys. Ba ttre analys 
skapar ba ttre fo rutsa ttningar fo r drift och underha ll. Vilket fo ljaktli-
gen bo r ge trafikanter en ba ttre framkomlighet. Nyttan av en automa-
tiserad och korrekt klassificering av refugerna a r fo r Statens vegve-
sen tudelad. Uto ver att underla tta knytningen till va gna t i det aktuella 
projektet i Öslo och i framtida i resten av Norge sa  a r en kategorise-
ring av refugerna o nskad. I NVDB:s datakatalog finns fo rdefinierade 
typer fo r olika refuger. De inma tta refugerna a r planerade att katego-
riseras i framtiden. Da  de norska refugerna (bena mns Norge-data-
samlingen) inte a r kategoriserade i fo rva g go r det att de inte kan an-
va ndas i o vervakad maskininla rning utan att fo rst manuellt 
kategorisera dem. Öm forskarna kategoriserar refugerna kan det ge 
upphov till partiskhet. En datasamling med kategoriserade refuger 
fra n Portland, Öregon i USA (bena mns Portland-datasamlingen) till-
la mpas da rfo r i sta llet. 

Denna studie bidrar med ny kunskap genom att beskriva problemet 
och underso ka om o vervakad maskininla rning kan tilla mpas i detta 
specifika fall. Resultatet av studien genererar ett forskningsbidrag ge-
nom att studiens metod skulle kunna tilla mpas i andra liknande fall 
och omra den. Liknande fall a r da r en maskininla rningsmodells indata 
enbart besta r av spatiala vektorpolygoner och en klassificering av fo -
reteelser i ett GIS ska utfo ras.  

1.3 Syfte 
Syftet med studien a r att genom en fallstudie underso ka processerna 

fo r na r refuger ma ts in i fa lt till det norska va gna tet och hur de manu-

ellt och automatiskt knyts till la nksekvenser i ett GIS. Med avstamp i 

processbeskrivningarna identifiera utmaningar och problem vid al-

goritmisk knytning av refugerna. Fo r att underla tta automatisk knyt-

ning i det specifika fallet samt fo r framtida klassificeringsbehov; pre-

sentera fo rslag pa  metoder fo r att klassificera refugerna med 

o vervakad maskinla rning. 
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1.4 Mål 
Att presentera, implementera och utva rdera tva  kandidatklassifice-

ringsalgoritmer som kan uppna  syftet med studien. 

1.5 Forskningsfråga 
Hur kan klassificeringsalgoritmerna K-nearest neighbors och Decis-

ion tree anva ndas fo r att klassificera refuger med fo rutbesta mda ty-

per baserat pa  spatiala vektorpolygoner i ett GIS? 

1.6 Avgränsning 
Denna studie avgra nsas till att klassificera fo reteelser i form av refu-

ger med o vervakad maskininla rning. Da r vektoriserad spatiala data 

anva nds som indata. Detta medfo r att i den ha r studien implementera 
och utva rdera prestationerna fra n tva  vanligt fo rkommande klassifi-

ceringsalgoritmer; KNN och Decision tree. Att presentera lo sningar 

pa  hur en eventuell knytning till norska va gna tet ska ske efter en 

klassificering av refugerna ga r utanfo r denna studie.  

1.7 Samarbetspartner 
Triona a r ett teknikfo retag bela get fra mst i Sverige men ocksa  i Norge 
och Finland med totalt 190 medarbetare. Det la ngsiktiga ma let a r “att 
vara en ledande och pa litlig leveranto r av innovativa IT-lo sningar 
med anknytning till logistik- och infrastrukturrelaterad verksamhet”. 
Triona har spetskompetens inom transportinfrastruktur, 
kraft/energi, entreprenadverksamheter, transport och skogsindustri 
da r de erbjuder egenutvecklade produkter, systemutveckling och 
systemfo rvaltning (Triona, 2022). 



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  7 | 60 
 

2 Teoretisk referensram 

2.1 Geografiska informationssystem 
Kartor a r idag inte la ngre statiska. Anva ndare interagerar med digita-

liserade kartor pa  ett helt annat sa tt a n tryckta kartor. Moderna kar-

tor a r interaktiva. Transformering av tryckta kartor till digitala med-

fo r att de blir so kbara, delade och anpassad multimedia fo r specifika 
a ndama l. Att fra ga om ”var” a r nu komplext. Svaret a r inte enkom en 

geografisk position utan svar kan innefatta mycket omfattande in-

formation.  Vad ha nde? Hur ha nde det? Varfo r ha nde det? Kommer 

det ha nda igen? Na r ha nder det igen? Teknologin som integrerar och 

mo jliggo r att ge svar a r GIS (Shin & Jonathan, 2011). Lantma teriet 

(u.a .) skriver ”Geografiska informationssystem anva nds fo r inha mt-

ning, analys och visualiseringar av information som a r kopplad till en 

plats. De hja lper oss att tolka va r omva rld – och hitta oss sja lva.” GIS 

a r datorbaserade system som samlar in data om saker och ha ndelser 

pa  va r jord kopplat till geografiska positioner. Datat besta r av raster- 

och vektorkartor, flygbilder och satellitbilder. Ett GIS anva nds fo r att 

ha mta in och analysera spatiala data samt att visualisera information. 
GIS a r ett va rdefullt verktyg fo r ma nga olika omra den, ba de kommer-

siella fo retag och offentlig fo rvaltning. Ma ngden data som existerar i 

va rlden fo r GIS att hantera a r massiv. Environmental Systems Rese-

arch Institute (ESRI), som bland annat tillhandaha ller mjukvaran 

ArcGIS, skriver att cirka 80 % av all data har en geografisk referens 

(Esri, 2012). Hahmann & Burghardt (2013) ifra gasa tter den mycket 
va lciterade siffran pa  80 %. I sin forskning framha ller de att en mer 

verklighetsna ra andel a r cirka 60 %. Underso kningen a r baserad pa  

ma tning av Wikipedia-artiklars direkta eller indirekta geografiska 

refering. 

Spatiala data ger information om verkliga fo reteelser med en geogra-

fisk position. Exempel pa  spatiala data a r va gar, byggnader, sjo ar eller 

hela la nder. Ihop med den angivna geografiska positionen (koordina-

terna) finns ocksa  karakta ristiskt beskrivande attribut. Attribut som 

namn, djup, population eller annat som beskriver fo reteelsen. Fo r att 

illustrera GIS kan fo reteelserna placeras i olika lager fo r att beskriva 

olika geografiska teman. I det fo rsta lagret a terfinns den verkliga 

va rlden som abstraheras. Na sta lager a r fo reteelser som beskriver 

terra ngen i form av sjo ar, a krar och berg. Fo r att beskriva ho jdskill-

nader (z-va rde) la ggs den information i ett eget lager fo ljt av lagret 

fo r att markera uppdelning av a gda marker. Na st ho gst upp a terfinns 

ett lager fo r alla slags va gar. Pa  toppen av alla lagren kan olika slags 

fo reteelser finnas, till exempel data om kunder eller trafik (Shin & 

Jonathan, 2011, s. 25).  

2.1.1 Koordinatsystem  

Fo r att kunna definiera var pa  jorden en viss punkt a r lokaliserad be-

ho vs ett koordinatsystem. Inom geometrin anva nds x fo r horisontell 

och y fo r vertikal angivning fo r att placera en punkt i ett tva dimens-

ionellt plan. Jorden a r tredimensionell. Ett koordinatsystem fo r jor-
den ma ste vara baserat pa  en sfa r eller mer precist en sfa roid. En 
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sfa roid a r en sfa r som a r lite bredare a n ho g och a r mer lik jorden i 

sin form. Det mest vanligt fo rekommande koordinatsystemet fo r att 
definiera positionen fo r en punkt pa  jordens yta a r geographic coor-

dinate system (GCS). Ma tva rdet a r grader. Fo r att definiera en punkts 

plats anva nds latitud och longitud. Latitud ma ts relativt till ekvatorn 

pa  0 grader med ett maximum av 90 grader norrut eller so derut. Lon-

gitud ma ts relativt till fra msta meridian (nollmeridianen) pa  0 grader 

med ett maximum av 180 grader va sterut eller o sterut. Med GCS kan 

vilken position som helst pa  jorden definieras. Latitud och longitud 

kan anges i degrees-minutes-seconds (DMS) och i decimal degrees 

(DD). I DD anges latituder norr om ekvatorn och longituder o sterut 

om fra msta meridianen som positiva tal. Fo ljaktligen anges latituder 

so der om ekvatorn och longituder va sterut om fra msta meridianen 

som negativa tal. World Geodetic System of 1984 (WGS84) a r ett da-

tum. Ett datum definieras enligt National Geodetic Survey (u.a .) som 

”konstanter som specificerar ett koordinatsystem som anva nds fo r 

geodetisk kontroll, det vill sa ga fo r bera kning av koordinaterna fo r 

punkter pa  jordytan". WGS84 a r ett globalt datum som anva nder jor-

dens mittpunkt som utga ngspunkt fo r GCS (Shin & Jonathan, 2011, ss. 

41-44).  

Jorden med sin sfa roidiska form kan vara sva r att representera. Fo r 

att uppna  en form som kan visa en helhetsbild av jorden sa  kan den 

projiceras pa  olika sa tt. Projiceringen innefattas av att transformera 

den tredimensionella sfa roidiska formen till en tva dimensionell platt 

yta. Denna platta yta kan sedan anva ndas vid utskrifter till papper, 

datorers eller mobilenheters bildska rmar. Det finns ma nga olika pro-

jektioner da  de besta r av matematiska formler som o versa tter koor-

dinaterna till x och y koordinater i ett platt plan (Shin & Jonathan, 

2011, ss. 45-49).  

2.1.2 Vektoriserad datamodell 

 
Figur 2. Punkt, linje och polygon i den vektoriserade datamodellen. 

 

Fo r att representera verkliga fo reteelser pa  jordens yta kan en vekto-

riserad datamodell anva ndas.  Fo reteelserna ma ts in som diskreta 

objekt. Fo rberedningen kan beskrivas i tre steg enligt Chang (2018, s. 

46).  
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1. Klassificera spatiala attribut till punkter, linjer och polygoner 

o ver en tom rymd. Representera geografisk position genom 
fo reteelsens punkter i dess geometriska form. Varje punkt a r 

en x-, y-koordinat.  

2. Strukturera attribut och spatiala relationer av geometrierna i 

ett logiskt ramverk.  

3. Fa rdigsta ll a tkomst, tolkning och bearbetning genom kodning 

och lagring av vektordata i digitala filer.  

Den vektorisade datamodellen anva nder tre fundamentala typer: 

punkter, linjer och polygoner fo r att representera spatiala data (se Fi-

gur 2). En punkt utgo rs av en punkt eller en serie punkter. Ett exem-

pel pa  en punkt a r noder (en extra viktig utma rkning pa  en karta) 

som kopplar ihop tva  linjer.  En linje a r endimensionell med attribu-

tet la ngd. En linje har tva  a ndpunkter och kan ha ytterligare punkter 

emellan fo r att markera linjens form. Denna form kan vara en sam-

mankoppling av raka linjesegment eller en kurva. En kurva generas 

genom att addera en matematisk funktion till sammankopplingen. 

Fo r att representera exempelvis va gar, gra nser och smala stro mmar, 

anva nds linjer. En polygon har tva  dimensioner och besta r av sam-

mankopplade, sta ngda och icke korsade linjer. Fra n en polygon kan 
arean och omkretsen inha mtas uto ver den geografiska positionen. En 

polygon kan dela gra nser med andra polygoner. Ba de linjer och poly-

goner har ho rn. Varje ho rn a r ett koordinat-par da r tva  kanter mo ts. 

Inuti en polygon kan a ven ha l existera. Ett ha l i en polygon skapar en 

extern och en intern gra ns. Det finns a ven o vriga former som multi-

punkter, multilinjer och multipolygoner. En multipolygon a r en sam-

ling polygoner (Chang, 2018, s. 48; Shin & Jonathan, 2011, s. 86).  

2.2 NVDB 
Trafikverket (2021) betonar ”En stor ma ngd data kopplas ocksa  till 

va gna tet och sammantaget bo r NVDB betraktas som en av samha llets 

grunddatabaser”. Den norska NVDB heter nasjonal vegdatabank. 

NVDB a r en databas vars syfte a r att tillhandaha lla information om 

va gna tet da r bilva g, gator, delvis ga ngva gar och cykelva gar a r inra k-

nade.  I Norge ansvarar regionerna fo r drift och underha llsarbetet fo r 

sina va gar. Detta ansvar tilldelades efter en reform fra n Statens veg-

vesen a r 2020. Da  regionerna ha mtar data fra n NVDB finns ett egen-

intresse i att tillgodose NVDB med data som a r aktuell. Ett exempel 

pa  detta a r Öslo kommun vilket tillhandaha llit data med sto d av 

Triona till NVDB i form av uppdaterad information ga llande sitt va g-

na t. Da r fo reteelser a r en del av leveransen da r exempelvis buller-

plank, skyddsra cken och refuger a r na gra exempel (Triona, u.a .-b). 

Fo r att beskriva den norska NVDB och dess inneha ll har en datakata-

log skapats. I denna datakatalog kan anva ndarna finna information 

och fo rklaringar ga llande NVDB. Den inneha ller a ven riktlinjer fo r in-

matning av till exempel fo reteelser vad som a r tilla tet eller inte. Data-

katalogen uppdateras ett par ga nger per a r. Da r a tga rder av brister 

go rs och efterfra gade behov implementeras. Datakatalogen ga r att na  

via ett API som tillhandaha lls av NVDB (Statens vegvesen, u.a .-a). 
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2.3 Maskininlärning 
Azure (u.a .) skriver ”Maskininla rning (ML) betraktas som en del av 

AI”. Da r AI definieras som en ”intelligent” dator da r dess uppgift a r 

att ta nka och utfo ra handlingar sja lvsta ndigt. 

Azure (u.a .) beskriver ML som ”Maskininla rning a r en process fo r att 

anva nda matematiska datamodeller fo r att hja lpa en dator att la ra sig 

utan direkta instruktioner”. Fo r att ML ska vara anva ndbart anva nder 

den sig av algoritmer. Med hja lp av algoritmer kan ML la ra sig att se 

olika mo nster i data. Med la rdomar fra n data; skapa sig fo rutsa tt-

ningar att go ra prediktering och klassificering. Genom stora ma ngder 

data kan ML skaffa sig mer erfarenhet vilket medfo r att resultatet blir 

mer exakt. Detta liknar Azure (u.a .) med ”ungefa r som ma nniskor blir 

ba ttre pa  na got genom att tra na”. Detta kan sta rkas av Marshland 

(2015) som beskriver att en dator med maskininla rning la r sig an-

passa sina handlingar tillika modifiera dessa fo r att uppna  mer exakt-

het. 

Marshland (2015) skriver om tre kategorier av maskininla rning som 

a r o vervakad-, oo vervakad- och fo rsta rkningsmaskininla rning. I 

denna studie anva nds o vervakad maskininla rning vilket kommer be-

skrivas mer inga ende. Öo vervakad maskininla rning anva nds na r en 

modell ska la ra sig utan na gon specifik va gledning, vilket den o verva-

kade modellen beho ver. Den oo vervakade modellen la r sig genom att 

ka nna igen mo nster ifra n datan da  det oftast inte finns na gra etiket-

ter eller ra tt klassificerade data som kan va gleda modellen (Teri & 

Musliman, 2019). En fo rsta rkningsalgoritm ma ste utforska och testa 

sig fram fo r att na  det ra tta svaret. Detta inneba r att den inte vet hur 

den ska korrigera felet utan fo rlitar sig pa  att testa sig fram till en lo s-

ning (Marshland, 2015, s. 6). 

2.3.1 Övervakad maskininlärning 

Ö vervakad maskininla rning anva nder sig av datasamlingar som be-

sta r av indata och tillho rande ma letiketter. Med hja lp av ma letiket-

terna har algoritmen ett facit att fo lja fo r att klassificera data den ej 

tidigare sett. Detta fo r att uppna  det o nskade resultatet. En o verva-

kad maskininla rningsalgoritm la r sig att klassificera data med hja lp 

av en redan klassificerad datama ngd. Maskininla rningsmodellen tra -

nas med etiketterad data fo r att sja lvmant hantera klassificering (Teri 

& Musliman, 2019).  

Normalisering inneba r att varje attribut fa r ett likva rdigt va rde fo r att 

inte styra algoritmen till ett attribut med va ldigt ho gt va rde. Data-

samlingars attribut kan besta  av va ldigt olika typer av ma tva rden till 

exempel timmar och mil. Normalisering ser till att distributionen av 

attribut blir mer ja mlik. Detta fo rehavande kan o ka en modells tra ff-

sa kerhet och kan till och med vara drastisk (Alam, 2020). Na r norma-

liseringen a r utfo rd kan datasamlingen delas upp i testdata, tra nings-

data och valideringsdata. Da r tra ningsdata tra nar modellen, testdata 

ger det slutgiltiga resultatet och valideringsdata ha ller hur va l algo-

ritmen la r sig. Fo rha llandet mellan dessa tre fo resla r Marshland 
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(2015) kan vara ”60:20:20” eller ”50:25:25” beroende pa  data-

samlingens storlek. Fo rdelningen a r dock inte fast fo rankrad utan 
kan a ndras efter egna preferenser. Denna uppdelning ga r att bortse 

fra n ifall endast en modell ska anva ndas. Da  valideringen kan bli re-

dundant ga r det bra att bortse fra n den och enbart anva nda tra nings-

data och testdata (Myrianthous, 2021).  

2.3.2 K-nearest neighbors  
 

 
Figur 3. Diagram över klassificering med KNN där k=3 där indata består av 
två dimensioner. Månatlig lön och belopp (Cunningham & Delany, 2022). 

KNN av Cover och Hart (1967) ser till en datapunkts na rmaste 

granne eller grannar baserat pa  en utra kning av ma tdistansen. Vilket 

inneba r att algoritmen antar att det finns liknande objekt i na rheten 

av varandra. Na r ett nytt objekt la ses in kontrollerar KNN dess na rm-

aste grannar fo r att klassificera denna (se Figur 3). Den typ som a r i 
majoritet a r den typ som den ej a nnu klassificerade datapunkten blir 

klassificerad som. Genom att justera k, vilket a r ett va rde som be-

sta mmer antal na rmaste grannar algoritmen tittar pa , kan tra ffsa ker-

heten fo rba ttras (Cunningham & Delany, 2022).  

Ma tdistansen a r en viktig del inom KNN. Da r tre olika tillva gaga ng-

sa tt a r de som na mns oftast. Cunningham och Delany (2022) beskri-
ver Euclidean, Manhattan och Minkowskis som de vanligaste meto-

derna. Dessa tre sa tt att ra kna ut ma tdistansen pa  go r sig olika bra 

beroende pa  vilket problem som ska lo sas. Alla metoder ra knar ut av-

sta ndet fra n en punkt till en annan men hur de tar sig till punkten a r 

det som skiljer dem a t (Brownlee, 2020a).  

KNN ga r att beskriva med hja lp av ett antal steg vilket Cunningham 

och Delany (2022) beskriver i sin forskning. 

1. Tar in data som icke a r klassificerad. 

2. Bera knar distansen fra n den icke klassificerade datan till den 

existerande klassificerade datan med hja lp av till exempel 

Euclidean, Manhattan eller Minkowskis. 

3. Kontrollerar k vilket a r antal na rmaste grannar. 
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4. Kontrollerar vilka grannar som har den kortaste distansen 

och sla r ihop dem. 
5. Tar den typ som a r i majoritet av de k na rmaste grannarna. 

6. Klassificeringen sker med hja lp av den hopra knade typen. 

2.3.3 Decision tree 
 

 
Figur 4. Decision tree’s struktur där blå är internnoder med villkor och rosa 
representerar lövnoder med beslut (Roy, 2020).  

Decision tree av Breiman m.fl. (1984) anva nder en tra dmodell av be-

slut. Da r tra dmodellen genom stegvis av tester kommer fram till sitt 
beslut. I tra det finns s.k. ”internnoder”. Dessa motsvarar ett test. Da r 

testet ja mfo r ett va rde av grundattributen som tillhandaha lls. Da r 

sja lva noden har tillho rande grenar. Da r grenarna inneha ller ma leti-

ketter da r dess inneha ll a r de mo jliga va rden attributen kan anta. Pa  

dessa grenar finns ”lo vnoder” vilket representerar ett va rde vilket 

kan returneras (Russell & Norvig, 2010, s. 698). 

Detta beskrivs a ven som den interna noden vilket a r sja lva villkoret 

och da r lo vnoderna representerar sja lva beslutet (se Figur 4).  Da r 

rotnoden (vilket a r en intern nod) a r fo rsta villkoret fo r att dela upp 

den valda datasamlingen. Fo r att fa  fram vilken rotnod som ska an-

va ndas ra knas ”entropy” och ”information” ut. Vilket representerar 

slump och distribution av ma letiketterna baserat pa  typer. Da r dessa 

bildar tva  skilda va rden. Dessa va rden subtraheras mot varandra och 

blir resultatet ho gt besta mmer det vilken rotnod som ska anva ndas. 

Da  rotnoden slumpas fram varje ga ng kan olika ko rningar ge na got 

olika resultat trots att indata a r densamma (Roy, 2020). En viktig 

aspekt a r valet av max-djup som styr tra dets storlek. Blir tra det allt 

fo r stort kan det leda till fenomenet ”o vertra ning” som inneba r att 
modellen uppta cker fo r mycket information inom tra ningsdatat. A r 

det fo r la gt blir modellen i sta llet ”undertra nad”. Detta leder till 

sa mre generalisering av testdatat. Ifall detta uppsta r ga r det att ju-

stera max-djupet fo r att uppna  den ba st presterande modellen 

(Mithrakumar, 2019). 
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2.3.4 Relaterad forskning 

Saeedimoghaddam och Stepinski (2020) anva nder convolutional 

neural networks (CNN) fo r att automatiskt identifiera va gkorsningar 

i inskannade kartor. Fo r att kunna analysera va gkorsningarna ma ste 

kartorna vektoriseras. De tryckta kartorna uppga r till ett ho gt antal 

och en automatisk transformeringsprocess utreds med o vervakad 

maskininla rning. Region-based CNN visade en ho gre tra ffsa kerhet vid 

extraktionen av va gkorsningarna a n majoriteten av traditionella da-

torseendealgoritmer. Slutresultatet visade att ma ngden fel i objekti-

dentifieringen har en ka nslighet sett till komplexitet och oska rpa i 

kartorna. Krylov m.fl. (2018) anva nder ocksa  CNN men pa  tva  sa tt pa-

rallellt fo r att mo jliggo ra identifiering av flera objekt samtidigt fra n 

bilder tagna fra n va gperspektivet. Det fo rsta fo r att identifiera sja lva 
objekten i bilden. Det andra fo r att geotagga de identifierade objekten 

(besta mma geografisk position) genom att estimera objektets av-

sta nd till kameran som tog bilden fra n va gperspektivet. Fra mst har 

trafikljus och telefonstolpar fokuserats pa  att geotaggas parallellt och 

resultatet visar pa  en precision av ca 2 meter. 

Maskininlärning på spatiala vektordata 

I de ovansta ende studierna har indatat som tra nats pa  besta tt av ras-

terdata. I denna studie ska spatiala vektordata tilla mpas vid o verva-

kad maskininla rning. Andra s ik och Bí l (2016) visar i sin studie att en 

algoritm kan anva nda spatiala vektordata som indata fo r att klassifi-

cera va gkorsningar och raka va gstra ckor fra n en serie av ihopkopp-

lade vektorlinjer. Studien av Veer m.fl. (2018) om djupinla rning pa  

geospatiala vektorpolygoner a r den mest na rliggande forskningen till 

denna studie. Syftet med forskningen var att utforska och presentera 

mer generella klassificeringsmetoder da r indata besta r av spatiala 

vektordata. Indata till de neurala na tverken bestod av koordinaterna 

direkt utan na gon transformering fo rutom normalisering. Tre olika 

klassificeringsproblem underso ktes och redovisades. Det fo rsta fo r 
att prediktera antal inva nare i ett specifikt kvarter inha gnade som 

vektorpolygoner. Det andra fo r att klassificera olika typer av byggna-

der och det tredje fo r att klassificera arkeologiska markegenskaper. 

Till de traditionella inla rningsalgoritmerna (KNN, Support vector 

machine, Logistic regression etcetera) anva ndes i sta llet Elliptical 

Fourier Descriptors (EFD) av Kuhl och Giardina (1982) som karakta -

risering av polygonerna i indata. EFD a r en matematisk teknik fo r att 

approximera en referenskontur genom en eller flera orders da r varje 

order a r en vektor. Varje vektor besta r av fyra koefficienter och a r en 

elliptisk approximation av grundkonturen. Fo r varje ackumulerad or-

der blir approximationen mer detaljrik. Resultatet av studien visade 

att de neurala na tverkens prestationer kan konkurrera med de trad-
itionella maskinla rningsalgoritmerna. Öm a n bara med na gra fa  pro-

centenheter. Tra ffsa kerheten fo r klassificering av de sju byggnadsty-

perna uppgick till 37,7 % fo r KNN och 38,9 % fo r Decision tree. Fo r 

de tio olika arkeologiska marktyperna uppna dde KNN 59,6 % och De-

cision tree 61,5 % tra ffsa kerhet. Anma rkningsva rt fo r KNN i de tva  

klassificeringsuppgifterna a r att med intervall fo r k pa  21–30 i 
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rutna tsso kningen gavs ho gsta tra ffsa kerhet helt utan EFD-orders. En-

bart andra beskrivande attribut till polygonerna som area, antal ho rn 
och gra nsla ngd anva ndes som indata. Fo r de o vriga modellerna fo re-

drogs ett la gre antal EFD-orders. Ingen modell fick ho gsta tra ffsa ker-

het pa  EFD-orders ho gre a n fyra. Fyra EFD-orders ger sammanlagt en 

grov approximation av grundkonturen (se Figur 8). Trots den grova 

approximationen fo rklarade maximalt fyra EFD-orders byggnaderna 

och de olika geologiska marktyperna tillra ckligt. Av forskningen 

framkommer det i slutsatsen att det a r en sva r uppgift att klassificera 

fo reteelser endast baserat pa  geometrierna i sig. Vidare fo resla s det 

med ha nsyn till denna sva righetsgrad att resultatet av klassifice-

ringen kan anva ndas som riktma rke till andra forskare som experi-

menterar. Ingen analys av de spatiala vektorpolygonernas olika typer 

redovisas i form av genomsnittlig kontur och standardavvikelse fo r 

de olika typerna. Inte heller na gon typ av visualisering av eventuellt 

brus mellan typer avhandlas. Ett fo rehavande som hade kunnat o kat 

forskningens validitet samt fo rsta elsen fo r de sva righeter en klassifi-

ceringsmodell har med att klassificera fo reteelserna ra tt. 

EFD i annan forskning 

EFD har med maskininla rning i andra studier anva nts med framga ng 
till att bland annat klassificera olika former av va xters lo v. Va xter 

med en groning pa  1–3 veckor samlades in som indata. Normali-

serade EFD-orders anva ndes. Resultatet visade att klassificeringens 

tra ffsa kerhet uppna dde ba st resultat under den tredje veckans gro-

ning pa  89,4 % (Camargo Neto m.fl., 2006). En annan studie klassifi-

cerade den sjukdomsspridande insekten Triatoma dimidiata till dess 

tre olika grupper pa  tva  olika sa tt: discriminant analysis (DA) och ar-

tificial neural network (ANN). DA generaliserar skillnader mellan ty-

per med linja ra kombinationer av sja lvsta ndiga variabler (Xiaozhou, 

2020). ANN simulerar matematiskt funktionen av ett biologiskt nerv-

system. Med 25 EFD-orders med dimensionalitetsreduktion genom 

principal component analysis (PCA) med DA uppna ddes en tra ffsa -
kerhet pa  o ver 97 % och ANN 91 % (Cruz Flores m.fl., 2020). I ba da 

studierna bestod fo rbearbetningen av indata att manuellt redigera fo-

tografier (rasterdata) med bildbehandlingsprogram fo r att extrahera 

en bina r formkontur fo r att da refter transformera dem med EFD.  

Sammanfattning 

Den relaterade forskningen till denna studie har handlat om att klas-

sificera och geotagga fo reteelser fra n ba de raster- och vektordata i 

GIS. Ba de neurala na tverk och traditionella klassificeringsalgoritmer 

har anva nts och utva rderats. Klassificering av fo reteelser baserat pa  

enbart spatiala vektordata a r ovanligare a n rasterdata, men inte obe-

fintlig. Det framkommer av Veer m.fl. (2018) studie att det a r en sva r 

uppgift att enbart klassificera fo reteelser baserat pa  geometrier i ett 

GIS. Att anva nda EFD fo r att transformera rasteriserade konturer till 

indata har gett ho g tra ffsa kerhet vid klassificering i andra studier. 
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3 Metod 

3.1 Förarbete 
Den inledande litteraturso kningen genomfo rdes via Ho gskolan Dalar-

nas so ktja nst Summon, Google och Google Scholar da r na rliggande 

och relevanta a mnen studerades. Da  studien inneha ller delar av ba de 

maskininla rning, GIS och fo reteelser var det dessa so kord som valdes 
var fo r sig eller tillsammans fo r att bredda grunden i studien. Fors-

karna deltog i en tre-dagars kurs om TNE vilket gav en inblick i platt-

formen da r det bland annat togs upp hur den fungerar och vad den 

anva nds till. Detta gav en grundfo rsta else fo r vilken GIS-applikation 

den ta nkta automatiska lo sningen ska husera samt underlag till att 

formulera forskningsfra gan. Triona tillhandaho ll vid studiens start 

Norge-datasamlingen i formatet geopackage da r forskarna fick mo j-

lighet att utforska vad som var anva ndbart fo r en mo jlig automatise-

rad lo sning.  

3.2 Etiska aspekter 
Öates (2006) beskriver vikten av att ett arbete a r etiskt i bema rkel-
sen av att de involverade behandlas ra ttvist och a rligt. Detta ga ller 

a ven fo r underso kningar vid fo retag da r sekretess a r fo rekommande. 

Detta medfo r att forskarna har fo rt dialog ga llande sekretess och vad 

som a r la mpligt att publicera med det bero rda fo retaget Triona. Do-

kumentstudier och internkommunikation har bedrivits i studien. 

Anonymitet emot personer har tilla mpats och bena mns enbart som 

Triona.  

3.3 Forskningsstrategi 
 

 
Figur 5. Schematisk bild över studiens forskningsprocess baserat på Resear-
ching information systems and computing av Oates (2006, s. 33).  

 

Denna studie utfo rdes som en fallstudie da  det som inga ende utreds 

a r om och hur maskininla rning kan anva ndas fo r att klassificera refu-

ger till typer i en specifik kartapplikation. Öates (2006) beskriver en 

fallstudie som en empirisk underso kning da r en djupga ende 
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utredning sker av ett visst fenomen i en verklig kontext. En fallstudie 

a mnar a terge en holistisk bild av en eller flera instanser av det som 
ska underso kas. Syftet a r att na  insikt och generera kunskap som del-

vis kan generaliseras. Valet av fallstudie som forskningsstrategi a r 

la mplig fo r att ma let med studien a r att ge en djupare bild av ett visst 

problem. Instansen i denna studie a r ett fall fokuserat pa  problem och 

lo sningar ro rande knytning och klassificering av refuger i ett GIS. Se 

Figur 5 fo r en o vergripande bild o ver forskningsprocessen. 

Denna fallstudies datainsamling och analys bestod till stor del av att 

tilla mpa spatiala data och analysera observationer i form av maskin-

inla rningsmodellers prestationer. Ett induktivt tillva gaga ngssa tt an-

va ndes da  slutsatser drogs utifra n dessa observationer. Bjo rklund 

och Paulsson (2012) beskriver ett induktivt tillva gaga ngsa tt som att 

starta i det som finns nu i verkligheten. Vilket leder till att uppta cka 

mo nster som sedan utmynnar i modeller och teorier. Analysen var av 

kvantitativ sort da  maskininla rningsalgoritmers prestationer i ett en-

skilt fall analyserades och redovisades. Prestationer ma ts i tra ffsa ker-

het, precision och a terkallelse vilka a r numeriska va rden. Kvalitativ 

analys gjordes genom att dra slutsatser fra n observationerna och 

fra n visualiseringen av refugernas genomsnittliga konturer. 

Öates (2006) beskriver att det finns tre olika typer av fallstudier. Den 

fo rsta a r explorativ studie. Da r denna typ av studie passar na r hypo-

teser och fra gor ska tas fram fo r forskaren att underso ka. Syftet a r att 

skapa sig en fo rsta else fo r det ta nkta problemet. Den andra a r be-

skrivande studie och passar na r en detaljrik analys beho ver skapas 

fo r ett specifikt omra de. Vilket inkluderar ”vad som ha nde” och hur 

olika ma nniskor uppfattade den ha ndelsen. Den tredje a r förkla-

rande studie. Denna typ av studie passar na r en mer inga ende fo r-

klaring av vad som ha nde och har ha nt beho ver underso kas och redo-

go ras. En fallstudie tar a ven in vilken syn pa  tid som finns. Detta 

kategoriseras i tre typer som a r historisk-, samtida- och longitudi-

nella studier. Da r historiska studier utforskar vad som har skett. Sam-
tida studier utforskar vad som sker nu inom en studie. Longitudinella 

studier a r o ver en la ngtid. Denna fallstudie hamnar i kategorin sam-

tida studier. Da  observationer har gjorts kontinuerligt under studiens 

ga ng. 

I denna studie valdes de potentiella forskningsstrategierna ”Design 

and Creation” och ”Experiment” bort. Da  Design and Creation enligt 

Öates (2006) inneba r ett framtagande av en IT-produkt vilket a ven 

kan bena mnas som en IT-artefakt. Vilket inte inga r i denna studies 

syfte eller efterfra gas av uppdragsgivaren. Tid hade ocksa  fo rlorats 

fra n arbetet med att implementera maskininla rningsmodeller och ut-

va rdera resultatet om exempelvis en applikation skulle ha utvecklats 

och levererats i form av en IT-artefakt. Experiment inneba r att under-
so ka orsak och verkan fo r att bevisa eller motbevisa en koppling mel-

lan dessa. Da r forskarna bildar en hypotes fo r att sedan utfo ra experi-

ment fo r att testa hypotesen. Vilket inte passar denna studie da  ingen 

hypotes har formulerats eller experiment utfo rts fo r att uppna  ma let 



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  17 | 60 
 

med studien. Experiment a r a ven mer systematiskt utfo rt da r nog-

granna ma tningar och observationer utfo rs pa  resultat enligt Öates 
(2006). Vilket inte ter sig applicerbart da  denna studie a r en fallstu-

die da r ett fenomen granskas djupga ende. 

Bjo rklund och Paulsson (2012) beskriver den normativa studien 

som att ma let med studien a r att fo resla  a tga rder samt ge va gledning. 

Denna studie faller inom ramen av normativ studie vilket a r en fja rde 

typ av fallstudie enligt fo rfattarna. I denna studie underso ker fors-

karna ifall resultatet av tva  klassificeringsalgoritmer kan vara en me-

tod fo r framtida klassificeringar av refuger inom det norska va gna tet. 

A ven va gledning ges ga llande om klassificeringsalgoritmerna a r till-

fo rlitliga och kan anva ndas fo r klassificeringen av refuger. Bjo rklund 

och Paulsson (2012) skriver a ven om den beskrivande studien som 

att ma let a r att beskriva na got da r en grundla ggande fo rsta else finns. 

Da r den beskrivande delen i denna studie omfattar det specifika pro-

blemet med refugerna, na rliggande a mnen och metoder som anva nds 

fo r att anva nda algoritmerna. Öates (2006) fo rklarar a ven detta vil-

ket na mnts tidigare men skriver mer fokuserat om en djupga ende 

analys. Vilket har utfo rts i denna studie genom att utforska det speci-

fika problemet i Öslo-projektet med en djupare beskrivning samt ge 

fo rslag pa  lo sningar. 

Det kan finnas nackdelar vid valet av en fallstudie da r Öates (2006) 

beskriver fyra. Da r en fallstudie kan ses som att noggrannheten kan 

vara bristfa llig vilket leder till en da lig ga llande generaliseringen. Hon 

belyser a ven att en fallstudie kan vara tidskra vande i den aspekten 

att tillga ng till dokument och personer kan beho va accepteras av 

olika instanser. Hon beskriver a ven att eftersom forskarna a r pa  plats 

kan detta leda till att personer beter sig annorlunda vilket kan leda 

till att slutresultatets giltighet pa verkas. Slutligen skriver hon att i en 

fallstudie finns det inga direkta regler att fo lja vilket leder till en 

ovisshet om fallstudien genomfo rts pa  ra tt sa tt. I denna studie da r ob-

servationer go rs pa  maskininla rningsalgoritmers prestationer blir 
det ingen nackdel bero rande aspekten att na gon utomsta endes hand-

ling av en person pa verkar studien. Tidsaspekten ga llande att fa  till-

ga ng till dokument och personer har inte ansetts som ett sto rre pro-

blem genom studiens ga ng. Da remot har datainsamlingen av de 

norska refugerna i Norge-datasamlingen varit ett problem eftersom 

de ej var kategoriserade. En klassificeringsuppgift fo rutsa tter katego-

riserade indata. Öates (2006) skriver a ven om tre nackdelar ga llande 

en kvalitativ analys. Da r risken fo r ma ngden kvalitativa data som 

samlas in kan ka nnas o verva ldigande vilket kan resultera i sa mre fo r-

ma ga att uppta cka mo nster eller teman i datan. Den andra nackdelen 

beskrivs som att tolkningen av den insamlade datan i en kvalitativ 

analys kan vara mer knuten till forskarna i den omfattningen da  anta-
ganden och tolkningar go rs. Detta i sin tur leder till att slutsatserna 

ma ste vara mer fo rberedande a n i en kvantitativ analys vilket kan 

vara frustrerande. Den sista nackdelen a r na r icke-textuella data och 

dess analys blir sva r att anpassa till studien och go r sig ba ttre i text. 

Icke-textuella data inneba r till exempel grafer, foton och tabeller. 
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Dessa tre nackdelar a r inte na got forskarna i denna studie har reflek-

terat o ver eller ka nt pa verkat studien na r kvantitativa data har analy-
serats i form av maskininla rningsmodellers prestationer. Da remot 

har den kvalitativa analysen av prestationernas betydelse och slut-

satser dragna baserat pa  visualiseringen av refugtypernas konturer 

inslag av de nackdelar som beskrivits. Forskarnas slutsatser fra n den 

kvalitativa analysen kan inte anses vara lika tillfo rlitlig som analysen 

av den kvantitativa datan. Forskningsfra gan anses besvaras mest till-

fo rlitligt genom att redovisa uppna dd tra ffsa kerhet. 

3.4 Litteraturstudie 
Litteratursökning 

Summon och Google Scholar har varit de fra msta so kmotorerna fo r 

att finna tidigare forskning om GIS och maskininla rning. Peer-re-

viewed artiklar (granskade artiklar av en ledning) har valts fo re icke 

peer-reviewed artiklar. Öates (2006) pa pekar att artiklar som ge-

nomga tt en granskning anses vara ho gre graderade samt att den ger 

mer oka nda forskare kredibilitet. I de fall en funnen forskningsartikel 

ej varit granskad har antal citeringar av verket kontrollerats och om 

fo rfattarna till studien a r etablerade forskare. Öm verket da  varit rik-

lig citerat i annan forskning och/eller om forskarna a r etablerade har 

papperet tagits med i den teoretiska referensramen. A ven om pappe-

ret ej a r peer-reviewed. Detta enbart i fall da r ingen annan granskad 

litteratur funnits. Öm en artikel har ansetts vara relevant fo r studien 

har a ven den artikelns referenslista inspekterats. Detta fo r att hitta 

och va lja ut fler artiklar fra n referenslistan som bedo mts vara rele-

vanta. Facklitteratur har a ven anva nts och granskats (se Bilaga 4). 

Fo r referenshantering har Microsoft EndNote anva nts under rapport-

skrivningen. EndNote a r ett referenshanteringsverktyg som hja lper 

till med att samla, organisera och formatera referenser. Da  tva  fors-

kare har skrivit denna rapport har en grupp skapats med ett refe-

rensbibliotek som lagrats i molnet. Detta dokument anva nder en stil-

mall fo r APA 7th svensk version nedladdad fra n Go teborgs 

Universitetsbibliotek. Tidsbesparingen av att anva nda ett referens-

hanteringsverktyg har upplevts som stor av ba da forskarna. 

Se Bilaga 3 fo r en sammansta llning av so ktermer, so kmotorer och 

so ktra ffar.  

3.5 Datainsamling 
Dokumentstudier 

Studien har utfo rts hos teknikfo retaget Triona med na rliggande kon-

takt till ba de TNE och NVDB. En stor del av den initiala litteraturstu-

dien utmynnade i dokumentstudier s.k. gra  litteratur. Dessa doku-

ment har Triona tillhandaha llit. Forskarna ha mtade och studerade 

dokument sja lva fra n Trionas intrana t. Internkommunikation med 

Trionas personal har bedrivits som ej a r inspelade eller transkribe-

rade. Interkommunikationen bidrog med problembeskrivningar om 

fallet samt var i intrana tet forskarna kunde finna information. 

https://www.ub.gu.se/sv/tjanster-och-stod/hjalp-med-endnote-och-zotero/kom-igang-med-endnote
https://www.ub.gu.se/sv/tjanster-och-stod/hjalp-med-endnote-och-zotero/kom-igang-med-endnote
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Refuger 

Tabell 1. Fördefinierade typer för refuger hämtat från den Norska NVDB. 

Id Refugtyp 

1 Parallelldeleøy, rundkjøring 

2 Trafikkøy v filterfelt 

3 Trompetdeleøy, rundkjøring 

4 Delende trafikkøy uten venstresvingefelt 

5 Delende trafikkøy med venstresvingefelt 

6 Dra peøy 

7 Trekantøy 

8 Trekantdeleøy, rundkjøring 

9 Sentraløy, rundkjøring 

10 Trafikkøy v fotgjengerovergang 

11 Trafikkøy v snuplass 

 

Tabell 2. Refugtyper från datasamlingen från Portland, Oregon. 

RefugID Refugtyp Antal 

3300 Truck trap 157 

3310 Channelization island 293 

3320 Median barrier 146 

3330 Median island 1034 

3340 Pedestrian refuge island 326 

3350 Traffic circle 83 

3370 Traffic separator 117 
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Figur 6. Samtliga sju refugtyper från Portland-datasamlingen. Genererad 
med QGIS. 

Facit till Figur 6: 

1. 3300   Truck trap 
2. 3310   Channelization island 
3. 3320  Median barrier 
4. 3330  Median island 
5. 3340  Pedestrian refuge island 
6. 3350  Traffic circle 
7. 3370  Traffic separator  

 

Norge-datasamlingen fra n Öslo-projektet var inte kategoriserade 

men har fo rberetts fo r kategorisering i Norska NVDB. Totalt elva re-

fugtyper finns fo rdefinierade i datakatalogen (se Tabell 1). En be-

skrivning av de olika refugtyperna finns i Bilaga 8. Fo r att kunna an-

va nda o vervakad maskininla rning i detta fall ma ste refugerna vara 

kategoriserade. Typerna ska agera som maskininla rningsmodellens 

ma letiketter till indatat. Att manuellt kategorisera Norge-data-

samlingen med etiketter efter ra tt typ stod utanfo r den samlade kun-

skapsniva n hos forskarna. Öm forskarna skulle kategorisera refu-

gerna hade det funnits risk fo r partiskhet och resultatet bedo mdes da  

ha blivit missvisande. Med partiskhet menas att refuger skulle kunna 

kategoriseras fo r att uppna  sa  ho g tra ffsa kerhet som mo jligt vid klas-

sificering. Fo r att exemplifiera partiskhet lyfts fo ljande tre exempel: 

1. Kategoriseringen skulle inte vara fo rankrad till verkligheten 

sett till satta kriterier fra n Statens vegvesen fo r kategorise-

ring av refuger. 

2. Forskarna hade kunnat valt ut grupper av refuger som a r 

mycket likartade i form men som i verkligheten inte skulle 

vara av samma typ. 

3. Forskarna hade kunnat va lja bort refuger fra n datasamlingen 

som har mycket udda konturer. 
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Det a r ocksa  ett tidskra vande arbete att manuellt kategorisera en re-

fug i taget da  de uppga r till totalt 1135 st. Att konsultera kompetent 
personal fo r arbetet var heller inte mo jligt av budgetska l. Av ovansta -

ende anledningar och med ha nsyn till att studien hade en tidsbe-

gra nsning pa  400 timmar valde forskarna att so ka efter liknande da-

tasamlingar att anva nda. 

Efter so kning pa  internet fann forskarna en datasamling liknande 

Norge-datasamlingen. Datasamlingen bestod av refuger som var ka-

tegoriserade efter typ vilket saknades i Norge-datasamlingen. Denna 

datasamlings ursprung a r Portland, Öregon i USA (PortlandMaps, 

u.a .). Da r inget manuellt arbete kra vdes fo r kategorisering av refuger 

samt att det existerade likhet till det norska fallet. Ba de Norge-data-

samlingen och Portland-datasamlingen var verkliga exempel pa  refu-

ger som spatiala vektoriserade polygoner. Portland-datasamlingen 

bestod av totalt 2157 refuger. Dessa var uppdelade i sju olika typer 

(se Figur 6 & Tabell 2) och hade ett unikt ID per typ. Detta fo ranledde 

forskarnas val av att anva nda Portland-datasamlingen i studien. Till-

la mpning av Portland-datasamlingen i denna studie skedde med till-

sta nd fra n Portland Bureau of Transportation. Datasamlingen var 

obalanserad vilket i detta fall betyder att en typ var o verrepresente-
rad. Refugid 3330 (median island) utgjorde ca 48 % av Portland-da-

tasamlingen. Detta a terspeglar verkligheten ga llande Portland och en 

obalanserad fo rdelning av refuger i Norge-datasamlingen kan inte 

heller uteslutas. Det visar pa  att en viss typ av refuger kan vara mer 

representerade a n andra. Da  Portland-datasamlingen a r obalanserad 

av sin natur a r den aktuella fo rdelningen ofo ra ndrad i studien. 

En uppenbar nackdel med att anva nda refugerna fra n Portland-data-

samlingen a r att de inte a r refugerna fra n Norge-datasamlingen. Att 

generalisera resultatet utifra n anva ndningen av refugerna fra n Port-

land i en klassificering kan inte valideras att samma resultat skulle 

uppna s med de norska. I Portland kan de ha helt andra typer av stan-

darder ga llande refuger och na r de anva nds. Formerna kan skilja sig 
och hur de delas in i olika typer likasa . Ett ba ttre utga ngsla ge hade 

varit att anva nda Norge-datasamlingen direkt om de vore adekvat ka-

tegoriserade. 

3.6 Verktyg 
3.6.1 Implementering 

Implementering av maskininla rningsmodeller har skett med pro-

grammeringsspra ket Python. Python a r ett objektorienterat spra k 

med dynamisk typning. Indentering av koden pa verkar flo det vilket 

go r koden kompakt. Python a r o ppen ka llkod (Python, 2022). Valet 

av att programmera med Python i denna forskning var fra mst fo r att 

det finns ma nga fa rdiga maskininla rningsbibliotek och moduler att 

anva nda. Exempel pa  maskininla rningsbibliotek a r scikit-learn, Ten-

sorflow och pylearn2. I denna studie anva ndes scikit-learn fo r att 

forskarna har erfarenhet av biblioteket samt finner dokumentationen 

vara av ho g kvalite . Scikit-learn tillhandaha ller olika maskininla r-

ningsalgoritmer fo r klassificering, regression, klustring, 

https://scikit-learn.org/stable/index.html
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dimensionalitetsreduktion, validering och o vriga verktyg till fo rbear-

betning. Scikit-learn a r en del av scikits som a r en vetenskaplig verk-
tygsla da byggt pa  SciPy (scikit-learn, u.a .). Jupyter Notebook och In-

telliJ IDEA med Python version 3.9.7 anva ndes. Ba de KNN och 

Decision tree har anva nts fra n sklearn-biblioteket. Öm inget annat 

anges under avsnitt 3.9.1 har parametrarna varit standard som fram-

ga r av dokumentationen fo r respektive algoritm och o vriga funkt-

ioner. GridsearchCV fra n scikit-learn anva ndes fo r att justera hyper-

parametrar fo r KNN och Decision tree (k och max-djup). Funktionen 

tar in vilken klassificeringsalgoritm att so ka fo r, hyperparametrarna 

som ska testas samt antal vikningar i korsvalideringen fo r varje kom-

bination av parametrar. Vilka hyperparametrar och intervall som ska 

so kas med a r viktigt att sta lla in. Resultatet blir de hyperparametrar 

som gav ho gsta tra ffsa kerhet. Tra ningsdata och testdata normalisera-

des med StandardScaler vilket standardiserar indata genom att trans-

formera medelva rdet till noll. Transformeringen go r att distribut-

ionen av va rden centreras kring samma medelva rde och 

standardavvikelsen blir enhetlig. Fo r att visualisera refugerna i ett 

tva dimensionellt plan anva ndes dimensionalitetsreduktion med PCA 

fra n sklearn.decomposition.  Sammanblandningsmatriser genererades 
med pandas, seaborn och matplotlib. Geopandas a r ett o ppen ka ll-

kods-projekt med syftet att enklare kunna arbeta med spatiala data i 

Python. GeoPandas anva ndes inledningsvis i denna forskning fo r att 

utforska och experimentera med insamlad spatiala data (GeoPandas, 

u.a .). 

Forskningen av Veer m.fl. (2018) genererade ett o ppenka llkods-pro-

jekt vid namn Topology Learning (SPINlab, 2018) som har studerats 

och tilla mpats i denna studie. Veer m.fl. (2018) forskning handlade 

fra mst om att klassificera former genom att tra na neurala na tverk 

med spatiala data direkt fra n dess normaliserade koordinater. A ven 

mer traditionella maskinla rningsalgoritmer (s.k. shallow machine le-

arning) implementerades da r koordinaterna transformerades med 
EFD till indata. I denna studie a r det den sektionen av projektet som 

byggs vidare pa . Fo r att transformera och arbeta med refug-polygo-

nerna i Python har modulen Shapely 1.8.0 anva nts. Shapely anva nds 

fo r manipulation och analys av plana geometriska objekt. Sto d fo r de 

fundamentala geometriska objekten finns (punkt, linje och polygon, 

se Figur 2). Varje refug-polygon blir ett Shapely-objekt med attribut 

och metoder. Shapely med funktionen load kan transformera koordi-

nater i wkt-format till en numpy.ndarray. Attributen som anva nts fra n 

Shapely-objekten a r area, antal ho rn och gra nsla ngd av polygonen 

(refugen). Fo r transformering av koordinaterna (ho rnen i polygonen) 

till en kontur fra n Shapely-objekt har en modul vid namn PyEFD an-

va nts (PyEFD, 2021).  PyEFD-modulen bygger pa  forskningen av Kuhl 
och Giardina (1982) och erbjuder fa rdiga metoder fo r att kalkylera 

konturskarakta riserande Elliptical Fourier-koefficienter fo r sta ngda 

konturer (polygoner). La s avsnittet om Elliptical Fourier Descriptors. 

Metoden elliptic_fourier_descriptors tar som inparameter en 

numpy.ndarray (en polygon), antal orders och normalisering sann el-

ler falsk. Returva rdet blir en numpy.ndarray med de fyra Fourier-



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  23 | 60 
 

koefficienterna fo r varje o nskad order. Fo r att visualisera den genom-

snittliga konturen fo r varje refugtyp med tillho rande standardavvi-
kelse anva ndes en funktion fra n Spatial EFD av Grieve (2017). Funkt-

ionen implementerar resultatet fra n forskningen av Raj och Cannon 

(1999) vars metod anva nder medelva rdet fra n normaliserade EFD 

fo r att rekonstruera genomsnittliga konturer och bera kning av stan-

dardavvikelser. 

3.6.2 Övriga verktyg 

QGIS 

QGIS startades a r 2002 och a r ett GIS med o ppen ka llkod. Ide n med 

QGIS a r att tillhandaha lla ett GIS som a r gratis och anva ndbar pa  en 

”vanlig” dator i bema rkelsen av en persondator (QGIS, 2022). Genom 

QGIS gavs mo jligheten fo r forskarna att visualisera refugerna ovanpa  

kartor tillhandaha llna av Triona. Dessa kartor levererades i form av 

geopackage-filer da r data och metadata ingick.  Detta medfo rde an-

va ndandet av funktionerna ”Open Attribute Table” och ”Identify Fea-

tures” vilket gav forskarna mo jligheten att inspektera refugernas till-

ho rande data. QGIS exportfunktionalitet har ocksa  nyttjats. 

3.7 Förbehandling av spatiala data 
Fo r att kunna hantera koordinaterna programmatiskt i Python be-

ho vde de transformeras. I QGIS exporterades refugerna (geopackage-

filer) till en ”comma-separated file” (csv) med fo ljande insta llningar:  

• CRS: EPSG:3857 – WGS 84 / Pseudo-Mercator 

• Geometry type: Polygon 

• Geometry: WKT 

WKT sta r fo r well-known text och a r ett ma rkspra k fo r att represen-

tera vektorgeometriska objekt. Python-modulen shapely med funkt-

ionen load anva ndes fo r att transformera wkt-formatet till en numpy-

array (lista).  

3.7.1 Elliptical Fourier Descriptors 
 

 
Figur 7. Refug 964 geometri i brun färg i anslutning till en cirkulationsplats i 
Oslo. Genererad med QGIS i WGS84. 
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Figur 8. Kontursanpassning av refug 964 i röda linjer. EFD i svarta linjer med 
orders (harmonics) i 1–8. Genererad med Spatial EFD och matplotlib (Grieve, 
2017). 

Refugerna var vektoriserade polygoner vars ho rn bestod av koordi-

natparen latitud och longitud. Fo r att en maskininla rningsmodell 

skulle kunna klassificera refugtyperna baserat pa  dess konturer be-

ho vde GCS-koordinaterna (geometrin) transformeras (se Figur 7). 

Utan transformering av GCS-koordinaterna skulle en maskininla r-

ningsmodell klassificera baserat pa  refugernas geografiska na rhet till 

varandra. Vilket inte var efterfra gat. Det var refugtypernas likhet i 

konturer som beho vde bera knas. KNN och Decision tree fo rutsa tter 

dessutom att dimensionerna (attribut eller kolumner i tabellen) i in-
data a r samma fo r alla datapunkter (Marshland, 2015). Antal ho rn i 

polygonerna skiljer sig stort mellan olika refuger vilket go r att antal 

dimensioner da rmed ocksa  skulle skilja sig.  

Elliptical Fourier Descriptors (EFD) av Kuhl och Giardina (1982) a r 

en matematisk transformering vilken kvantifierar konturer baserat 

pa  summan av elipser o ver sja lva grundkonturen. EFD beskriver med 
andra ord en kontur matematiskt. I detta fall konturen av en refugs 

GCS-koordinater. Antal orders besta mmer hur exakt approximat-

ionen av referenskonturen blir. Den matematiska funktionen retur-

nerar en vektor med fyra koefficienter fo r varje order. Vektorn repre-

senterar konturen. Koefficienterna ga r att normalisera till att 

o versa ttningen, startpositionen, skalan och roteringen av refugens 

kontur inte pa verkar i en ja mfo relse. Varje refugs approximerade 

kontur ges samma spatiala rotation och skala. Efter transformeringen 

med EFD gavs alla refuger samma antal attribut fo r att beskriva dess 

konturer vilket klassificeringsalgoritmerna fo rutsa tter. Som indata 

har ba de normaliserade och icke normaliserade koefficienter an-

va nts. Ba de var fo r sig och tillsammans staplade ovanpa  varandra ef-

ter orders. Detta fo r att utva rdera vilken kombination som ger klassi-

ficeringsalgoritmerna den ho gsta tra ffsa kerheten. Veer m.fl. (2018) 

redovisade bara resultatet fra n na r indata bestod av staplade norma-

liserade och icke normaliserade EFD-orders. Efter den fo rsta iterat-

ionen med en order sa  besta r approximationen enbart av en elips. 

Fo r varje iteration o kas EFD-orders med ett och elipsen omformas till 

en alltmer exakt kontur av originalet (se Figur 8). Genom att ackumu-

lera flera EFD-orders tillsammans blir approximationen allt na rmare 

referenskonturen. EFD-transformeringen av refugernas koordinater 

gjorde det mo jligt att anva nda informationen som indata i o vervakad 
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maskininla rning. Hur ma nga EFD-orders som beho vdes fo r att maxi-

mera en klassificeringsalgoritm tra ffsa kerhet testades med 0–32 or-

ders.  

Andra sa tt att approximera refugernas konturer har o verva gts. Mo-

ment invariants av Ming-Kuei (1962) a r en metod som ocksa  kan er-

bjuda en matematisk beskrivning av en kontur. Normalisering a r 

mo jlig da r o versa ttning, skala och rotering ej pa verkar en konturs 

identifiering. Na r Moment invariants kombinerades med ”min fusion 

rule” presterade den ba st vid ett klassificeringstest da r Fourier de-

scriptors var en av de andra metoderna fo r att approximera konturer 

(Flood & Winstanley, 2001). Forskningen a r dock relativt gammal. 

Valet att anva nda EFD gjordes tillslut fo r dess enkelhet vid imple-

mentering med PyEFD och Spatial EFD samt mo jligheten att anva nda 

Veer m.fl. (2018) forskning som riktma rke. 

3.8 Analys och visualisering av spatiala data 
Fo r att uppna  ma let med studien beho vde en klassificering na  en ho g 

tra ffsa kerhet. Fo r att na  en ho g tra ffsa kerhet a r det gynnsamt om da-

tapunkternas olika typer i indatat a r va l avskilda fra n varandra. Da  

kan en klassificeringsalgoritm la ttare klassificera de olika refugty-

perna. Tillsammans med area, antal ho rn och gra nsla ngd fra n polygo-

nen a r det den approximerade konturen med EFD som a r de karak-

ta ristiska attributen fo r refugerna. I denna studie visualiseras de 

karakta ristiska sa rdragen mellan refugtyperna med EFD i tva dimens-

ionella diagram med tva  olika metoder. Genom att go ra detta fo rdju-

par denna studie forskningen av Veer m.fl. (2018) vilken inte genom-

fo rde en kvalitativ analys av sina olika typers konturer approximerat 

med EFD. 

Visualisering med Principal component analysis 

 

Figur 9. Diagram över den kumulativa förklarade variansen av portlandrefu-
gerna för antal PCA-komponenter baserat på åtta normaliserade EFD-or-
ders. 
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En EFD-order besta r av fyra koefficienter. Refugtyperna fra n Port-

land-datasamlingen besta r av sju typer och beroende pa  hur ma nga 
orders av EFD som inkluderas har indata (4 ∗  n orders) dimens-

ioner. Fo r att visualisera refugernas likheter eller olikheter enbart 

baserat pa  EFD-orders i ett tva dimensionellt plan (se Figur 11) an-

va ndes PCA. PCA a r en metod fo r dimensionalitetsreduktion vilket 

ger mo jlighet att reducera ma nga dimensioner ner till bara en eller 

tva . Marshland (2015) fo rklarar att ide n bakom en principal compo-

nent a r att finna riktningen i datat med den sto rsta variationen (s. 

134). 

Totalt 32 EFD-orders fanns extraherade fo r att anva ndas som indata 

till maskininla rningsalgoritmerna. Syftet med att anva nda PCA var att 

kunna visualisera refugtyperna tva dimensionellt och da refter identi-

fiera om refugtyperna bildade tydliga kluster i diagrammet. Tydliga 

och avskilda kluster kan vara en indikation pa  att en klassificeringsal-

goritm la ttare kan klassificera refugtyperna ra tt. Normaliserade EFD-

orders beho vdes reduceras ner till tva  dimensioner fo r att kunna vi-

sualiseras i ett diagram. Öm samtliga 32 EFD-orders dimension-

alitetsreducerades till tva  PCA-komponenter kunde 12 % av den to-

tala variansen fo rklaras. Da  beho vdes 80 PCA-komponenter fo r att 
fo rklara 95 %. Ju ho gre fo rklaringsgraden blir desto mer tillfo rlitligt 

kan diagrammet analyseras da  minimalt med varians har ga tt fo rlo-

rad. Fo r att fa  en ho gre fo rklaringsgrad sa nktes antal EFD-orders ner 

fra n 32 till 8 fo r att reducera dimensionerna med PCA. Decision tree 

uppna dde dessutom ho gsta tra ffsa kerhet med a tta EFD-orders vilket 

ytterligare motiverade valet. Det initiala antalet dimensioner sa nktes 

da  fra n 128 (32 EFD-orders) till 32 dimensioner (8 EFD-orders). Da  

ho jdes fo rklaringsgraden av variansen fo r tva  PCA-komponenter fra n 

12 % till 28 %. Dock a r 28 % en relativt la g andel vilket kan pa verka 

den kvalitativa analysens tilla mplighet. En ho gre fo rklaringsgrad 

hade varit fo rdelaktigare. Med a tta EFD-orders beho vdes cirka 19 

PCA-komponenter fo r att fo rklara minst 95 % av variansen (se Figur 
9). Da  19 dimensioner inte ga r att visualiseras pa  ett begripligt sa tt 

anva ndes tva  PCA-komponenter i diagrammet (se Figur 11).  

Genomsnittlig kontur för refugtyper 

Baserat pa  forskningen av Raj och Cannon (1999) har den genom-

snittliga konturen fo r varje refugtyp kalkylerats och da refter visuali-

serats i diagram (se Figur 12). Da  den genomsnittliga konturen be-

ra knats mo jliggo r detta ocksa  att bera kna standardavvikelsen. 

Standardavvikelse a r det genomsnittliga avsta ndet till medelva rdet 

(genomsnittliga konturen). I fallet med refugernas genomsnittliga 

konturer visar standardavvikelsen hur stor den genomsnittliga vari-

ationen a r inom gruppen. Detta visualiseras i diagrammet genom att 

markera ut -1 och +1 standardavvikelser ovanpa  den genomsnittliga 
konturen. A r det stor kontursvariation inom gruppen blir avsta ndet 

till de respektive standardavvikelserna sto rre och vice versa. A tta 

EFD-orders anva ndes fo r att det var det antal som Decision tree fick 

ho gst tra ffsa kerhet med. A tta EFD-orders sattes delvis av samma 
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anledning till PCA. Detta mo jliggo r analys och diskussion dem emel-

lan. A tta EFD-orders bedo mdes ocksa  generera en tillra cklig approx-
imation av refugernas konturer baserat pa  en kvalitativ analys av Fi-

gur 8.  

3.9 Övervakad maskininlärning 
 

 

Figur 10. Flödesdiagram över stegen i maskininlärningen av refugerna. 

 

Den insamlade spatiala datan bestod av refugerna fra n Portland-da-

tasamlingen. Den analyserades genom QGIS, diagram med PCA samt 

diagram med genomsnittliga konturer med standardavvikelser. Fo r 

att utva rdera hur maskininla rningsalgoritmerna presterade bero-

ende pa  om EFD var normaliserade eller inte utvanns ba da tva . Se Fi-

gur 10 en o vergripande bild av processen med maskininla rning. 
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Detta fo r att ja mfo ra tra ffsa kerheten fra n att ko ra dem var fo r sig el-

ler simultant. I tilla gg till EFD-orders extraherades area, antal ho rn 
och gra nsla ngd fra n polygonen. A ven dessa tre attribut provades att 

inkluderas eller utela mnas till indata fo r att se hur det pa verkade 

tra ffsa kerheten. Det utgjorde en indata med den maximala dimens-

ionen av 3 + (8 *n orders). Det sista steget i attributsextraktionen var 

att normalisera hela datasamlingen genom standardisering. Modellen 

tra nades med 90 % av datasamlingen. 10 % av datasamlingen spara-

des och lades undan som testdata fo r att validera modellens prestat-

ion pa  data den aldrig tidigare sett. Valet av en 90:10 fo rdelning av 

datasamlingen gjordes fo r att det gav ho gre tra ffsa kerhet a n exem-

pelvis 80:20. En anledning till detta kan vara att datasamlingen a r 

obalanserad. 

Fo r att utva rdera och justera hyperparametrar fo r klassificeringsal-

goritmerna anva ndes en rutna tsso kning med korsvalidering. Korsva-

lideringen kombinerades med att testa antalet EFD-orders som gav 

ho gsta tra ffsa kerhet fra n 0 upp till maximalt mo jliga 32. Som beskri-

vits i avsnitt 0 blir approximationen av en referens kontur mer exakt 

ju ho gre antal EFD-orders a r. Öm antal EFD-orders a r fo r la gt har en 

maskininla rningsmodell sva rt att se skillnad pa  refugernas konturer. 
Öm antal EFD-orders i sta llet a r fo r ho gt blir approximationen fo r ex-

akt. Da  fa r modellen i sta llet sva rt att se likheter mellan refuger fo r 

att konturerna skiljer sig fo r mycket. Da rfo r utvanns och anva ndes 

det antal EFD-orders som gav den ho gsta tra ffsa kerheten fra n maski-

ninla rningsmodellen. Ingen ko rning med ho gre a n 24 EFD-orders gav 

na gon ho gre tra ffsa kerhet. Da rfo r sa nktes ho gsta villkoret fo r EFD-

order till 24 i rutna tsso kningen av prestandaska l. Ba da modellerna 

med respektive attributsselekterade tra ningsdata genomgick en stra-

tifierad korsvalidering med fem vikningar i en rutna tso kning fo r 

varje EFD-order i intervallet 0–24. Detta fo r att utvinna de hyperpa-

rametrar som presterade ho gsta tra ffsa kerhet med x antal EFD-or-

ders. Stratifierad korsvalidering genererar tra nings- och testdata som 
sa  na ra som mo jligt inneha ller en ja mn distribution av ma letiket-

terna. 

Alternativa klassificeringsmetoder 

CNN a r ett annat alternativ fo r att klassificera refuger men baserat pa  

rasterdata. En fo rdel a r att fler detaljer kan utvinnas a n bara kontu-

rer. En nackdel med den metoden a r att varje fotografi kan beho va 

behandlas manuellt fo r att markera ut vad som a r refug och inte in-

nan tra ning (Krylov m.fl., 2018). Metoden var dock inte ett alternativ 

i denna studie da  den insamlade datan var begra nsad till refugerna i 

vektoriserat format. 

3.9.1 Justering av klassificeringsalgoritmer 

KNN och Decision tree anva nds inom den na rliggande forskningen av 

Veer m.fl. (2018) vilket motiverade forskarna att anva nda algorit-

merna i denna studie. Ja mfo relser kunde da  go ras da r resultatet fra n 

Veer m.fl. (2018) forskning kunde anva ndas som riktma rken. Vilket 



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  29 | 60 
 

det ocksa  framga r i studiens syfte att andra forskare uppmanas go ra 

just detta. 

KNN 

Valet av KNN i denna studie gjordes delvis fo r att algoritmen beskrivs 

av Cunningham och Delany (2022) som enkel att implementera och 

vanligt fo rekommande vid klassificeringar. Genom att anva nda en 

”vanlig och enkel” fo rekommande algoritm skapar detta merva rde i 

dess enkelhet att a teranva nda fo r till exempel vidare forskning.  

Antal k testades fo rst i en rutna tsso kning fra n 21–30 fo r att utvinna 

ho gsta tra ffsa kerhet fo r EFD-orders 0–24. Vid ett intervall pa  k [21–

30] i rutna tsso kningen blev ho gsta tra ffsa kerheten fo r KNN ho gst pa  

65 % na r area, antal ho rn och gra nsla ngd exkluderades fra n indatat. 

Da r indatat bestod av ba de normaliserade och icke normaliserade 

EFD med tre orders staplade ovanpa  varandra. Noll orders betyder 
att modellen presterade ba st utan hja lp av EFD utan endast av area, 

antal ho rn och gra nsla ngd (se Bilaga 7). Intervallet fo r k att testa 

sa nktes sedan till 3–30 pa  grund av att EFD-orders helt uteblev vid 

flera ko rningar och att en ho gre tra ffsa kerhet da  uppna ddes. 

Decision tree 

Decision tree anva ndes delvis i denna forskning fo r att Portland-data-
samlingen var obalanserad. Decision tree a r en passande klassifice-

ringsalgoritm fo r att den ofta presterar bra a ven na r datasamlingar 

a r obalanserade (Boyle, 2019). Decision tree a r a ven en av de vanli-

gare klassificeringsalgoritmerna enligt Marshland (2015). Detta mo-

tiverade forskarna till valet av algoritmen. 

Antal max-djup testades i en rutna tsso kning fra n 3–15 fo r att utvinna 

ho gsta tra ffsa kerhet fo r EFD-orders 0–24. Area, antal ho rn och gra ns-

la ngd uteslo ts vid rutna tsso kningen med korsvalidering fo r att den 

hyperparametern (max-djup) som da  utvanns gav en ho gre tra ffsa -

kerhet. 
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3.9.2 Utvärdering av prestationer 

Träffsäkerhet, precision & återkallelse 

Tabell 3. Utvärdering av prestationer med träffsäkerhet, precision och åter-
kallelse. 1 

Träffsäkerhet ∑
𝑆𝑝𝑖+𝑆𝑛𝑖

𝑆𝑝𝑖+𝐹𝑛𝑖 + 𝐹𝑝𝑖+𝑆𝑛𝑖

𝑙
𝑖=1

𝑙
 

Precision (macro) ∑
𝑆𝑝

𝑖

𝑆𝑝
𝑖

+ 𝐹𝑝
𝑖

𝑙
𝑖=1

𝑙
 

Återkallelse (macro) ∑
𝑆𝑝

𝑖

𝑆𝑝
𝑖

+ 𝐹𝑛𝑖

𝑙
𝑖=1

𝑙
 

Ett multiklassificeringsproblem a mnar klassificera datapunkter till 

en och endast en ma letikett per datapunkt. Portland-datasamlingen 

besta r av 7 ma letiketter. Antal ma letiketter ma ste matcha antal data-

punkter i indatat. I denna studie anva ndes tre ma tt pa  hur maskinin-

la rningsmodellerna presterade (se Tabell 3) tillsammans med en 

sammanblandningsmatris. Det ho gsta returnerade va rdet a r 1 och 

det la gsta 0. Träffsäkerhet a r ett ma tt pa  hur va l maskininla rnings-

modellen klassificerar alla datapunkter ra tt s.k. sanna positiva. Ge-

nomsnittet fo r hur va l modellen klassificerar varje typ ra tt fra n inda-

tat. Precision och a terkallelse a r ma tva rden som kompletterar va rdet 

fra n tra ffsa kerheten. Precision visar modellens fo rma ga att inte klas-

sificera en datapunkt som positiv som a r negativ. Med andra ord rat-

ion mellan alla positiva predikteringar och sanna positiva.  Ett exem-

pel kan vara na r modellen inte predikterar refugtypen ”truck trap” 

som en ”traffic circle”. Detta bibeha ller precisionen fo r refugtypen 

”traffic circle”. Skulle modellen prediktera en ”truck trap” felaktigt 

(falsk positiv) som ”traffic circle” hade precisionen fo r ”traffic circle” 

sa nkts. Återkallelse visar modellens fo rma ga att klassificera ra tt i 

samband med att bera kna proportionen av alla faktiska positiva pre-
dikteringar som a r sanna positiva. Som fortsa ttning pa  exemplet un-

der precision; det inverkar negativt pa  a terkallelsen fo r ”traffic circle” 

om dennes faktiska typ predikteras (falsk negativ) som en ”truck 

trap”. A terkallelsen visar till slut hur ma nga av det totala antalet 

”traffic circle” som blev korrekt klassificerade (sanna positiva). Ba de 

precision och a terkallelse ra knades ut med ”macro” som parameter 

fo r att fa  ut ett genomsnitt av de ba da ma tva rdena. Ma tva rdet ra knas 

ut fo r varje ma letikett och returnerar det oviktade va rdet. Öbalans i 

datasamlingen tas ej ha nsyn till i utra kningen. F1-poa ng a r en kombi-

nation av precision och a terkallelse. F1-poa ngen redovisas under re-

sultatet men diskuteras inte djupare. Detta fo r bedo mningen att dis-

kussionen kring precision och a terkallelse var tillra cklig och tydlig 

 

1 Sp = sann positiv. Sn = sann negativ. Fp = falsk positiv. Fn = falsk negativ. 
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fo r att identifiera modellernas prestation pa  de olika refugtyperna 

(Sokolova & Lapalme, 2009).  

Korsvalidering  

Korsvalidering inneba r att en datasamling delas in i olika delar fo r 

validering. Da r en del kallas K vilket a r en delma ngd av den totala da-

tasamlingen. Delma ngden besta r av tra ningsdatat. Da r olika del-

ma ngder (vikningar) anva nds fo r varje ko rning av modellen. Med 

korsvalidering anva ndes i detta fall en stratifierad sa dan med fem 

vikningar da r varje femtedel agerade valideringsdata minst en ga ng i 

rutna tsso kningen (se Bilaga 6). Da r den stratifierade korsvalide-

ringen enligt Brownlee (2020b) ser till att beha lla vid varje vikning 

den obalanserade distributionen genom hela tra ningsdatat. Varje vik-

ning fo rso ker beha lla en ja mn fo rdelning av ma letiketterna. Denna 

process upprepas till den modellen med la gst valideringsfel kan an-
va ndas och ko ras. I sluta ndan har hela tra ningsdatat anva nts som 

ba de tra nings- och testdata (Marshland, 2015, ss. 20-21).  

Sammanblandningsmatris 

En sammanblandningsmatris a r en summering av predikterade eti-

ketter i en utfo rd klassificering fra n testdatat. Datasamlingen bryts 

ner till en rad och kolumn fo r varje etikett da r matrisens diagonal ut-
go r sanna positiva klassificeringar. Öm tra ffsa kerheten a r 100 % sa  

a r endast matrisens diagonal ifyllda med sanna positiva va rden. Nam-

net kommer ifra n att matrisen visar hur klassificeringsalgoritmen 

eventuellt ”sammanblandar” tva  etiketter med varandra na r den klas-

sificerar. Denna forskning vill uppna  sa  ho g tra ffsa kerhet som mo jligt 

fo r att kunna rekommendera metoden. Genom att analysera sam-

manblandningsmatrisen kunde tra ffsa kerhetens giltighet utva rderas 

ytterligare. Matrisen mo jliggjorde att utla sa exakt vilka fel modellen 

gjort och vilka etiketter den predikterade i sta llet fo r den sanna eti-

ketten. Eventuella mo nster kunde da  noteras. (Sokolova & Lapalme, 

2009).  

3.10 Praktisk applicering 
TNE har flera Application Programming Interface (API). Ett API a r en 

specifikation fo r program som ska fungera ihop med andra program-

genom fo rutbesta mda regler (IDG, 2018). Att integrera metoden i ett 

API som en funktion bedo ms vara genomfo rbart. Fo rbehandling, at-

tributsextraktion, tra ning och klassificering kan automatiseras da  

verktyg finns fo r att implementera metoden algoritmiskt. QGIS vid 

fo rbehandling a r ett hinder men kan ersa ttas av exempelvis Geopan-

das. Ett sto rre hinder kan dock vara att denna metod endast a r testad 

med och skriven i kodspra ket Python. En maskinla rningsmodell 

borde kunna klassificera refuger eller andra fo reteelser fra n start till 

slut na r den har optimerats och integrerats. En nackdel med metoden 

a r om maskinla rningsmodellen ej na r en ho g tra ffsa kerhet beho ver 

alla refuger kontrolleras manuellt att ra tt typ a r klassificerad. 



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  32 | 60 
 

4 Resultat och analys 

Allt redovisat resultat i detta avsnitt a r fra n tilla mpning pa  refuger 

fra n Portland-datasamlingen. 

4.1 Visualisering av refuger baserat på EFD 

4.1.1 Principal component analysis 
 

 
Figur 11.  Diagram. PCA-komponenterna 1 och 2 med de 7 refugtyperna3 färg-
kodade. Antal normaliserade EFD-orders är 8.  

 

PCA-komponenterna 1 och 2 fo rklarar ca 28 % av variansen i den se-
lekterade datasamlingen och visualiseras i ett tva dimensionellt dia-
gram (se Figur 11). I detta avsnitt bena mns enbart refugtyperna efter 
dess id3 i sifferkombinationer. 3370 (gul) utgo r det tydligaste klustret 
till va nster i diagrammet men ligger inte ensamt utan omringas och 
o verlappas av ma nga andra refugtyper. 3330 (svart), som utgo r 48 % 
av det totala antalet refuger, har inte ett lika tydligt kluster. 3330 a r 
va l utspritt i diagrammet liksom 3300 (gro n), 3310 (bla ) och 3320 
(ro d). 3330 har a nda  tva  eller mo jligtvis tre formade kluster av 
mindre storlek. 3350 (lila) har ett mindre men ta tt kluster likt 3370 
men har a ven en andel av sina datapunkter utspridda. 3340 (rosa) 
har ett mindre men tydligt och avskilt kluster till ho ger i diagrammet 
men med ett stort antal spridda datapunkter.  
 
Sammanfattningsvis a r 28 % fo rklaringsgrad i PCA en la g andel ja m-
fo rt med, till exempel, en annan ka nd och va lanva nd datasamling som 
Iris-blommorna (Petersdorff, u.a .). Tva  PCA-komponenter kunde da r 
fo rklara o ver 97 %. Diagrammet uppvisade ocksa  typerna i mycket 
tydligare kluster a n i Figur 11 vilket indikerar att en klassificering 
med o vervakad maskininla rning skulle da r kunna ge en ho g tra ffsa -
kerhet. I Cruz Flores m.fl. (2020) forskning fo rklarade den fo rsta 
PCA-komponenten (oavsett antal EFD-orders) mellan 44 och 55 % av 
variansen. Men PCA a r ett alternativ fo r att visualisera refugtyperna i 

https://www.math.umd.edu/~petersd/666/html/iris_pca.html#1
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tva  dimensioner i denna forskning. 19 PCA-komponenter beho vs fo r 
att na  o ver 95 % fo rklaringsgrad. 19 PCA-komponenter ga r inte att 
visualisera i ett diagram pa  ett begripligt sa tt fo r en ma nniska. 
 
Baserat pa  informationen efter PCA kan det ej konstateras att de sju 
refugtypernas a r va l avskilda fra n varandra utifra n approximation-
erna av konturerna med a tta EFD-orders.  
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4.1.2 Variation av konturer inom refugtyperna 
 

3300 Truck trap 3310 Channelization island 

3320 Median barrier 3330 Median island 

3340 Pedestrian refuge island 3350 Traffic circle 

3370 Traffic separator 

 

Figur 12. Diagram med genomsnittlig kontur (blå) med -1 och +1 standardav-
vikelser (svart) för varje refugtyp. 8 normaliserade EFD-orders. Genererad 
med Spatial EFD (Grieve, 2017) och matplotlib. 
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Ja mfo rt med Figur 6 da r en slumpvis refug fra n samtliga sju refugty-

per illustreras, visar Figur 12 ovan varje refugstyps genomsnittliga 

kontur tillsammans med -1 och +1 standardavvikelser.  

Truck trap (3300), Channelization island (3310), Median barrier 

(3320), Median island (3330) och Pedestrian refuge island (3340) ge-

nomsnittliga konturer liknar varandra med sina avla nga elliptiska 

former. Dessa fem refugtyper har alla standardavvikelser som smal-

nar av mot konturens topp och botten. Pedestrian refuge island 

(3340) och Median island (3330) har ba de en liknande kontur och 

standardavvikelser. Truck trap (3300) och Median barrier (3320) 

kan liknas pa  samma sa tt. Dock a r konturerna skilda genom att Me-

dian barriers (3320) va nstra sida har en inbuktning na r Truck trap 

(3300) har en utbuktning. Standardavvikelserna a r da remot liknande 

da  de ba da har en va nster sida med en sto rre avvikelse a n den ho gra. 

Channelization island (3310) har en standardavvikelse som skiljer sig 

fra n de o vriga genom att den o kar i sin va nstra och o vre ho gra sida. 

Sammanfattningsvis fo r de fem refugtyperna som analyserats ovan a r 

att deras genomsnittliga konturer inte skiljer sig drastiskt fra n 

varandra.  

Traffic circle (3350) och Traffic separator (3370) a r de refugtyper 
vars kontur och standardavvikelse skiljer sig mest av de totalt sju re-

fugtyperna. De har de la gsta standardavvikelserna ja mfo rt med de 

o vriga fem och mer sa regna genomsnittliga konturer. Traffic circle 

(3350) (rondell) visar med sin genomsnittliga kontur att alla refuger 

mer eller mindre besta r av en cirkula r form. Standardavvikelsen a r 

la g vilket visar pa  att variationen av mer eller mindre cirkula ra for-

mer a r la g. Traffic separator (3370) har den mest sa regna genom-

snittliga konturen med sin mycket smala och spetsiga form. Detta kan 

kopplas samman med visualiseringen med PCA i Figur 11 da r 3370 

(gul) utgjorde det tydligaste klustret. A ven 3350 (lila) hade ocksa  ett 

tydligt kluster dock ihop med en andel av sina datapunkter utspridda. 

Örsaken till dessa spridda datapunkter kan bero pa  att de har en mer 
elliptisk form som go r att de hamnar la ngre ifra n klustret med cirku-

la ra former. Dessa blir mer na ra elliptiskt formade refuger fra n andra 

refugtyper. 28 % fo rklaringsgrad i PCA a r dock som understrukits en 

la g andel vilket pa verkar giltigheten av att dra slutsatser utifra n dia-

grammet. Analys utifra n diagrammet fra n Figur 11 a r inte tillra ckligt 

tillfo rlitlig fo r att bedo ma refugtypernas likheter eller olikheter base-

rat pa  konturer utan ska ses som en indikation.  
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4.2 Klassificeringsalgoritmernas prestationer 
 

KNN 

Tabell 4. Prestation av KNN vid klassificering av portlandrefugerna med op-
timala antal k [3–30] och EFD-orders för högsta träffsäkerhet.  

Attributs-selektion2 k EFD-orders Träffsäkerhet 

N. EFD 6 3 0.46 

I.N. EFD 9 0 0.45 

N. & I.N. EFD 6 3 0.64 

N. & I.N. EFD exkl. 

area, antal ho rn och 

gra nsla ngd 

5 16 0.62 

 

Tabell 5. Klassifikationsrapport för KNN (k=6 och 3 EFD-orders) med träffsä-
kerhet, precision och återkallelse för alla 7 refuger 3. 

 

precision återkallelse f1-poäng support 

3300 0.43 0.17 0.24 18.0 

3310 0.34 0.48 0.40 23.0 

3320 0.22 0.14 0.17 14.0 

3330 0.73 0.82 0.77 114.0 

3340 0.83 0.38 0.53 26.0 

3350 1.00 0.92 0.96 12.0 

3370 0.47 0.89 0.62 9.0 

        

träffsäkerhet     0.64 216.0 

macro 0.58 0.54 0.53 216.0 

viktat avg. 0.65 0.64 0.62 216.0 

 

 

2 N. = normaliserad. I.N. = icke normaliserad. 

3 3300: Truck trap, 3310: Channelization island, 3320: Median barrier, 3330: 

Median island, 3340: Pedestrian refuge island, 3350: Traffic circle, 3370: 

Traffic separator 
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Figur 13. Sammanblandningsmatris för högsta uppnådda träffsäkerhet på 64 
% av KNN med k=6 & 3 EFD-orders. 3 

KNN:s ho gsta tra ffsa kerhet na ddes (se Tabell 4), liksom Decision 

tree:s, na r samtliga attribut i datasamlingen infogades. Vilka var nor-

maliserade och icke normaliserade EFD-orders staplade ovanpa  till-

sammans med area, antal ho rn och gra nsla ngd av polygonen. Den 

ho gsta uppna dda tra ffsa kerheten uppgick till 64 % med k=6 och 3 
EFD-orders efter en utso kning med ett intervall av k fra n 3–30. Pre-

cision uppgick till 58 % och a terkallelsen till 54 %.  

Den enda ko rningen fo r KNN da r inga EFD-orders fo redrogs efter rut-

na tsso kningen var na r endast icke normaliserade EFD-orders ingick 

som indata (tillsammans med area, antal ho rn och gra nsla ngd). Da  

uppna ddes en tra ffsa kerhet pa  45 %. Na r area, antal ho rn och gra ns-

la ngd exkluderades fo redrog KNN ett ho gre antal EFD-orders a n de 

o vriga ko rningarna. 16 EFD-orders anva ndes och en tra ffsa kerhet pa  

62 % uppna ddes. En markant skillnad mot den ba sta ko rningen med 

tre normaliserade EFD-orders fo r sig.  

Efter en annan rutna tsso kning med ett ho gre intervall pa  k fra n 21–

30 (se Bilaga 7) fo redrogs inga EFD-orders vid tva  ko rningar. Den 

fo rsta med k=21 med enbart icke normaliserade EFD-orders. Den 

andra med ba de normaliserade och icke normaliserade EFD-orders 

staplade. Den ho gsta uppna dda tra ffsa kerheten na ddes med k=21 till 

62 % med area, antal ho rn och gra nsla ngd exkluderade vilket tving-

ade modellen att anva nda 3 EFD-orders.  

Fra n klassifikationsrapporten (se Tabell 5) ga r det att utla sa att 3350 

(traffic circle) uppna dde ho gsta va rdena ga llande ba de precision 

(100 %) och a terkallelse (92 %). Bara en faktiskt traffic circle klassifi-

cerades falsk negativ som en 3310 (channelization island) (se Figur 

13). 3340 (pedestrian refuge island) hade 83 % a terkallelse och upp-

na dde da rmed den na st ho gsta precisionen efter traffic circle. Na st 

ho gst a terkallelse hade 3370 (traffic separator) pa  89 % men en klart 
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sa mre precision pa  47 %. KNN hade sva rt att klassificera faktiska 

3300 (truck trap) och 3320 (median barrier) ra tt da r a terkallelsen 
la g mellan 14–17 %. Median barrier hade a ven en la g precision pa  22 

%.  

Decision tree 

Tabell 6. Prestation av Decision tree vid klassificering av portlandrefugerna 
med optimala antal djup av trädet [3–15] och EFD-orders för högsta träffsä-
kerhet.  

Attributs-selektion2 Max djup EFD-orders Träffsäkerhet 

N. EFD 9 3 0.39 

I.N. EFD 5 3 0.46 

N. & I.N. EFD 9 8 0.69 

N. & I.N. EFD exkl. 

area, antal ho rn och 

gra nsla ngd 

9 8 0.65 

 
Tabell 7. Klassifikationsrapport för Decision tree (max-djup=9 och 8 EFD-or-
ders) med träffsäkerhet, precision och återkallelse för alla 7 refuger4. 

 

precision återkallelse f1-poäng support 

3300 0.58 0.39 0.47 18.0 

3310 0.30 0.48 0.37 23.0 

3320 0.75 0.43 0.55 14.0 

3330 0.78 0.87 0.82 114.0 

3340 0.73 0.42 0.54 26.0 

3350 1.00 0.58 0.74 12.0 

3370 0.80 0.89 0.84 9.0 

        

träffsäkerhet     0.69 216.0 

macro 0.71 0.58 0.62 216.0 

viktat avg. 0.72 0.69 0.69 216.0 

 

 

 

4 3300: Truck trap, 3310: Channelization island, 3320: Median barrier, 3330: 

Median island, 3340: Pedestrian refuge island, 3350: Traffic circle, 3370: 

Traffic separator 
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Figur 14. Sammanblandningsmatris för högsta uppnådda träffsäkerhet på 69 
% av Decision tree med max-djup=9 & 8 EFD-orders. 4 

 

Decision tree med max-djup=9 och 8 EFD-orders presterade ba ttre a n 

KNN:s ba st presterande modell sett till tra ffsa kerhet, precision och 

a terkallelse (se Tabell 6). Den ho gsta tra ffsa kerheten blev 69 % na r 

modellen klassificerade den osedda test-datan. Precisionen var 71 % 
och a terkallelsen 58 %. Na r area, gra nsla ngd och antal ho rn exklude-

rades fo redrog modellen efter rutna tsso kningen samma hyperpara-

metrar. Dock sa nktes tra ffsa kerheten med fyra procentenheter. De 

tre attributen tillsammans bidrar alltsa  till att o ka tra ffsa kerheten 

med fyra procentenheter. 

Da  Decision tree:s ho gst rankade modell presterade en ho gre tra ffsa -

kerhet a n KNN utva rderas och redovisas ha rmed den modellen mer 

inga ende utifra n klassifikationsrapporten (se Tabell 7). Fo r att redo-

visa hur modellen klassificerade de olika refugtyperna med totalt 216 

datapunkter har en sammanblandningsmatris genererats (se Figur 

14). 3350 (traffic circle) uppna dde den ho gsta precisionen av de sju 

refugtyperna med ett va rde pa  1.0. Modellen blandade alltsa  inte ihop 

na gon annan refugtyp genom att klassificera den som traffic circle. 

Den la gsta precisionen hade 3310 (channelization island) med 30 %. 

Modellen klassificerade andra refugtyper (falsk positiv) som chan-

nelization island 70 % av alla positiva predikteringar av channelizat-

ion island. Lika ma nga ga nger som modellen klassificerade typen 

sanna positiva klassificerade den 3330 falsk positiv. Na st ho gst klas-

sificerade modellen 3340 (pedestrian refuge island) falsk positiv som 

channelization island. Na st ho gst precision fick 3370 (traffic separa-

tor) med 80 % ihop med den ho gsta uppna dda a terkallelsen av alla 

refugtyper pa  89 %. Av alla faktiska traffic separator var 89 % av dem 

predikterade sanna positiva av det totala antalet predikterade. La gst 

a terkallelse fick 3300 (truck trap) med 39 %. Endast 39 % av alla fak-

tiska truck trap predikterades sanna positiva. Modellen blandar ihop 

truck trap med andra refugtyper da r 3310 (channelization island) 
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och 3330 (median island) a r typerna som den oftast predikterade 

truck trap som falska negativa i sta llet. Den mest fo rekommande re-
fugtypen median island (som utgo r ca 48 % av datasamlingen) har 

den tredje ho gsta precisionen pa  78 % och den na st ho gsta a terkallel-

sen pa  87 %. 

Sammanfattning 

KNN uppna dde 64 % och Decision tree 69 % tra ffsa kerhet. KNN pre-

sterade mellan 54–57 % pa  precision och a terkallelse. Decision tree 

hade en sto rre skillnad dem emellan. Precisionen fo r Decision tree 

uppna dde 71 % och a terkallelsen 58 %. 

Decision tree uppna dde ho gre tra ffsa kerhet men presterade sa mre 

a n KNN pa  att klassificera just 3350 (traffic circle). Ba da modellerna 

uppna dde 100 % precision pa  traffic circle men KNN uppna dde 92 % 

a terkallelse ja mfo rt med Decision tree pa  58 %. Ga llande 3370 (traf-
fic separator) blev prestationen den omva nda men inte i exakta siff-

ror. Decision tree och KNN presterade samma pa  a terkallelse (89 %) 

men pa  precision uppna dde Decision tree 80 % och KNN 47 %. Fo r 

den mest fo rekommande refugtypen 3330 (median island) la g precis-

ionen och a terkallelsen pa  mellan 73 % och 87 % fo r ba da mo-

dellerna.  

Ba da klassificeringsalgoritmerna presterade sa mre na r normali-

serade och icke normaliserade EFD-orders ko rdes var fo r sig (inklu-

sive area, antal ho rn och gra nsla ngd). Att utesluta dessa tre attribut 

fra n indata genererade bara ho gre tra ffsa kerhet fo r en modell fra n 

KNN da r intervallet av k startade pa  21 (se Bilaga 7). KNN med k=6 

na dde ho gsta tra ffsa kerhet med tre EFD-orders och Decision tree 

med a tta EFD-orders da r maxdjup=9. Ba da inkluderade staplade nor-

maliserade och icke normaliserade EFD-orders inklusive area, antal 

ho rn och gra nsla ngd. Hela datasamlingen normaliseras innan tra ning 

genom standardisering. Det framga r av resultatet att normaliserade 

och icke normaliserade EFD-orders kompletterar varandra bra fo r att 

uppna  ho gre tra ffsa kerhet. 
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5 Diskussion 

Syftet med studien sammanfattas till att presentera fo rslag pa  meto-
der fo r att klassificera refuger med o vervakad maskinla rning da r 

endast spatiala vektorpolygoner finns att tillga . 

Ett gynnsamt utga ngsla ge fo r en ho g tra ffsa kerhet fo r denna studies 

klassificeringsproblem hade varit att refugtypernas konturer a r va l 

avskilda fra n varandra, uniforma inom sina typer och korrekt katego-

riserade. Att attributen i indatat va l beskriver de olika refugtyperna 

och att o verlappningar i form av brus a r sa llsynta. Devisen ”skra p-

data in skra pdata ut” beskriver fenomenet. Klassificeringsalgoritmer 

ges goda fo rutsa ttningar om de olika typerna innehar tillra ckligt ka-

rakta ristiska indata. Resultatet fra n genomfo rd PCA i denna studie 

uppma rksammar att refugtyperna inte bildar tydliga kluster baserat 

pa  a tta EFD-orders. Tva  PCA-komponenter fo rklarade 28 % av vari-
ansen. 28 % indikerar ba de att det finns mycket brus i indatat och att 

tillfo rlitliga slutsatser bedo ms vara sva ra att dra fra n diagrammet (se 

Figur 11). Öm refugtypernas olika konturer vore mycket utma rkande 

och skilda fra n varandra hade sannolikt dimensionalitetsreduktionen 

med tva  PCA-komponenter fo rklarat mycket mer av variansen. Vi-

dare bekra ftar a ven den andra visualiseringsmetoden med genom-
snittlig kontur och standardavvikelse att fem av sju refugtyper inte a r 

va l avskilda fra n varandra. Att ma nga av refugtyperna liknar 

varandra i konturerna eller att konturerna inom typerna varierar 

stort var va ntat. Syftet med att anla gga refuger i va gna tet a r att pa  

olika sa tt avgra nsa ko rfa lt och skapa passager. Va gar och korsningar 

kan se va ldigt olika ut. En refugs form som ska anla ggas ma ste anpas-

sas efter varje unik situation. Skala, rotation och kontur kan da rfo r 

variera mycket mellan refuger fast de a r samma typ. Öch konturer 

mellan refuger av olika typer kan av samma anledning bli va ldigt lika.  

Tva  refugtyper som bedo ms avvika a r 3350 (traffic circle) och 3370 

(traffic separator). Fra n Figur 11 med PCA utma rker sig de tva  refug-

typerna genom att utgo ra de tydligaste klustren. PCA i denna kontext 
bedo ms dock ej tillra ckligt tillfo rlitlig att dra slutsatser ifra n. Med vi-

sualiseringsmetoden da r bera knad genomsnittlig kontur och standar-

davvikelse anva nds illustreras avskildheten a n mer (se Figur 12). De 

har de mest uniforma konturerna inom sina grupper och la gsta stan-

dardavvikelserna av alla sju refugtyper. Hade klassificeringsalgorit-

merna la ttare att klassificera dessa tva  refugtyper ja mfo rt med de o v-

riga fem som bedo mdes o verlappa varandra mer sett till de 

genomsnittliga konturerna? Ett koncist svar a r sva rt att ge. Ba de KNN 

och Decision tree uppna dde en a terkallelse pa  89 % fo r ”traffic sepa-

rator”. Vilket a r en ho g siffra ja mfo rt med de o vriga fem refugtyperna 

som spa nner fra n 14 % till 48 % (3330 Median island ej medra knad). 

Decision tree uppna dde dessutom en ho g precision pa  80 % mot 47 
% av KNN. Decision tree a r da rmed ba st la mpad fo r att klassificera 

”traffic separator” ba de sett till de faktiska ”traffic separator” sanna 

positiva och att inte klassificera na gon annan refugtyp falsk positiv. 

KNN a r da remot ba ttre la mpad att klassificera ”traffic circle” da  den 
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presterade ho gst pa  a terkallelse (92 %) och samma pa  precision (100 

%). Decision tree uppna dde bara 58 % a terkallelse. Trots att ”median 
island” utgo r 48 % av det totala antalet refuger blev precisionen och 

a terkallelsen relativt ho gt fo r ”traffic circle” och ”traffic separator”. 

Svaret pa  fra gan blir slutligen att klassificeringsalgoritmerna har la t-

tare att klassificera typerna men de presterar olika bra pa  dem. Fo r 

”traffic separator” rekommenderas Decision tree och fo r ”traffic cir-

cle” KNN. I studiens problemformulering ges ett exempel pa  da r en 

fullsta ndig algoritmisk knytning av refugtypen ”rondell” fra n Norge-

datasamlingen till va gna tet skulle mo jliggo ras om typen var klassifi-

cerad. Öm ett antagande go rs att ”traffic circle” fra n Portland och 

”rondell” i Norge a r likva rdiga skulle KNN vara en la mplig klassifice-

ringskandidat baserat pa  prestationen av modellen i denna studie. Da  

en korrekt klassificering hade o ppnat upp mo jligheten att anva nda 

typen som parameter i algoritmer. I ett tag hade tva  manuella proces-

ser blivit automatiserade i Öslo-projektet. 

• Klassificera alla rondeller med 92 % a terkallelse och 100 % 

precision.  

• Knyta de klassificerade rondellerna algoritmiskt till va gna tet 

med korrekta start- och slutva rden. 
• Utga ngen av en korrekt knytning till va gna tet och kategorise-

ring o kar fo rutsa ttningarna fo r analys fra mst sett till drift- 

och underha llsaspekter. Vilket i fo rla ngningen ger en o kad 

framkomlighet fo r trafikanter. 

Skillnaden fra n modellernas prestationer mellan de tva  refugtyperna 

”traffic circle” och ”traffic separator” exemplifierar hur essentiellt det 

a r att implementera, utva rdera och ja mfo ra flera klassificeringsalgo-

ritmer med varandra. Da r utva rderingen av att analysera skillnader 

mellan ma letiketternas precision och a terkallelse ger en djupare fo r-

sta else fo r modellernas potentialer. Exakt vad dessa skillnader beror 

pa  bedo ms vara mycket sva rt att definiera. 

Decision tree uppna dde ho gsta tra ffsa kerhet pa  69 %. En o nskva rd 
prestation anses av forskarna vara o ver 90 % tra ffsa kerhet av maski-

ninla rningsmodellerna. Det ra cker sa ledes inte att ”traffic circle” och 

”traffic separator” uppna dde ho ga resultat pa  precision och a terkal-

lelse. Samtliga refugtyper skulle beho va vara mera avskilda och 

uppna  en ho g tra ffsa kerhet. 

5.1 Jämförelse med tidigare forskning 
Da  tidigare forskning ga llande klassificering av refuger i vektoriserat 

format ej kunde hittas fick na rliggande studier utforskas. Ga llande 

forskning om maskininla rning pa  spatiala vektordata visade littera-

turso kningen att omra det inte a r va l utforskat. Tidigare forskning pa  

detta omra de a r liten vilket naturligt go r denna litteraturstudie tunn.  

Veer m.fl. (2018) tredje klassificeringsproblem Arkeologiska markty-

per liknar Portland-datasamlingen genom att ba da har en typ som a r 

o verrepresenterad och go r datasamlingarna obalanserade. Den 
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arkeologiska marktypen ”post holes” upptar ca 44 % av data-

samlingen och refugtypen ”median island” ca 48 %. Det fanns totalt 
tio olika marktyper ja mfo rt med sju olika refugtyper. KNN uppna dde 

60 % och Decision tree 62 % tra ffsa kerhet. Ingen modell fo redrog 

EFD-orders ho gre a n fyra ja mfo rt med denna studie da r ho gsta tra ff-

sa kerhet uppna ddes med a tta. Detta kan bero pa  att refugernas kon-

turer innehar na got mer detaljer och da rfo r fo rutsa tter en mer preci-

serad approximation fo r att na  ho gre tra ffsa kerhet.  

Vid ko rningar med k o ver 21 uteslo t KNN vid rutna tsso kningen med 

staplade normaliserade och icke normaliserade EFD-orders till in-

data. Uteslutningen skedde ocksa  med enbart icke normaliserade 

EFD-orders. Veer m.fl. (2018) resultat visade samma tendens fo r 

KNN genom att EFD-orders uteslo ts vid tva  av tre olika klassifice-

ringsproblem na r k var minst 21. I studien konstateras det att KNN i 

de tva  klassificeringsfallen inte verkar dra nytta av EFD vid klassifice-

ring utan enbart av area, antal ho rn och gra nsla ngd. I denna studie 

utva rderades KNN med en ko rning med k=21 med area, antal ho rn 

och gra nsla ngd exkluderade. I det fallet tvingades KNN att anva nda 

EFD-orders. Modellen na dde da  den ho gsta tra ffsa kerheten med to-

talt tre procentenheter ho gre a n den na st ba st presterande modellen 
(se Bilaga 7). Fo rutom den modellen presterade ba da klassifice-

ringsalgoritmerna ba st med EFD-orders na r indata bestod av ba de 

normaliserade och icke normaliserade EFD-orders staplade inklusive 

area, antal ho rn och gra nsla ngd. Vilket validerar att Veer m.fl. (2018) 

attributsextraktion som den mest effektiva kombinationen fo r klassi-

ficering. Det som dock inte kan uteslutas a r om normaliserade och 

icke normaliserade EFD-orders var fo r sig skulle generera en ho gre 

tra ffsa kerhet i Veer m.fl. (2018) klassificeringsproblem. Detta a r inte 

testat fo r eller redovisas inte i deras forskning. 

KNN fo redrar att anva nda EFD-orders om k sa nks i denna studie. Med 

ett la gre intervall av k (se Tabell 4) vid rutna tso kningen (3–30) pre-

sterade KNN ba ttre och uteslo t endast EFD-orders vid en ko rning. I 
den na st ho gsta tra ffsa kerheten anva ndes hela 16 EFD-orders. I 

denna studie fo redrar KNN att inkludera EFD-orders med ett va rde 

pa  k runt fem. Huruvida EFD-orders skulle ha fo redragits eller gene-

rerat en ho gre tra ffsa kerhet i studien av Veer m.fl. (2018) med denna 

studies justeringar fo r KNN har inte kontrollerats fo r. Justeringar 

som o kat tra ffsa kerheten i denna studie innefattas av att inkludera 

sto rre intervall av k (3–30 kontra 21–30) vid rutna tsso kningen. Samt 

att utva rdera prestationer med att exkludera area, antal ho rn och 

gra nsla ngd fra n indata. 

Cruz Flores m.fl. (2020) forskning anva nder EFD fo r att klassificera 

en insektsarts tre olika undergrupper. Da r uppna s en tra ffsa kerhet pa  

o ver 97 % med DA och PCA och 91 % med ANN. Detta a r en betydligt 
ho gre tra ffsa kerhet a n vad denna studie har uppna tt med refugerna 

(69 %). Metoden skiljer sig; 25 EFD-orders (100 dimensioner) anva n-

des reducerat till 8 dimensioner med PCA som da  fo rklarade minst 90 

% av variansen. I denna studie beho vdes minst 21 PCA-komponenter 
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fo r att fo rklara minst 90 % av variansen av bara a tta EFD-orders. 

Denna stora skillnad i utfall kan bero pa  olika faktorer. En skillnad i 
metoden a r att anva nda DA och ANN i sta llet fo r traditionella klassifi-

ceringsalgoritmer. Öch att reducera indatat med PCA innan tra -

ningen. Datasamlingarna skiljer sig ocksa  stort i antal da  refugerna 

uppga r till o ver 2000 och insektsartens till knappt 100. I denna stu-

die a r refugerna kategoriserade till sju typer medan insektsarten i tre 

grupper. Vilket kan inneba ra fo r denna studie att klassificeringsalgo-

ritmerna oftare klassificerar fel da  de ocksa  har fler valmo jligheter. 

Insekterna har a ven en mer distinkt och detaljerad kontur mellan 

grupperna. Detta go r att konturerna skiljer sig mycket mer mellan 

varandra vilket redovisas i studien pa  sida sju. Detta kan inte konsta-

teras fo r refugtyperna i denna studie. Refugernas konturer bedo ms 

variera mycket inom sina typer baserat pa  Figur 12. Den fo rsta PCA-

komponenten i denna studie fo rklarade 15 % av variansen fo r a tta 

EFD-orders ja mfo rt med insektsartsgruppernas 44–50 % oavsett an-

tal EFD-orders. Det ska understrykas att de tre attributen area, antal 

ho rn och gra nsla ngd inte var inkluderade. Denna skillnad kan vara en 

indikation pa  att det inte a r gynnsamt att anva nda PCA fo r maskinin-

la rning i denna studie. Men att denna studie ej har utforskat mo jlig-
heterna med dimensionalitetsreduktion av indata med exempelvis 

PCA a r en begra nsning i denna studie som kan ha pa verkat tra ffsa -

kerheten negativt. Metoderna med PCA, DA och neurala na tverk 

skulle kunna ha o kat tra ffsa kerheten i denna studie vid en klassifice-

ring av refugerna.  

5.2 Implikationer 
Samhälleliga konsekvenser 

Processen med att kategorisera refuger i det aktuella GIS a r i dagsla -

get en manuell process vilket go r att en automatiserad process sparar 

tid. Da  tid kan sparas i form av resurser ga r det a ven att spara 

pengar. Genom att klassificera refuger leder det till att fo reteelsen re-

fug fa r mer information. En tillra ckligt presterande maskinla rnings-

modell (o ver 90 % tra ffsa kerhet) skulle ha kunnat anpassats till att 

klassificera andra typer av fo reteelser. Vilket ocksa  skulle ha bidragit 

till ett ba ttre drift- och underha llsarbete av va gna t genom ba ttre fo r-

utsa ttningar fo r analys. Desto mer information en fo reteelse inneha l-

ler desto mer mo jliggo rs ba ttre analys. Vilket i sin tur ger trafikanter 

ett underha llet och va lfungerande va gna t fo r transportering. Allt 

detta tillsammans anses av forskarna vara till nytta fo r samha llet. 

Da  delar av studiens syfte inneha ller ett specifikt problem fra n ett 

teknik-fo retag kan problemet anses sakna en generell nytta. Men ur 

en akademisk synvinkel ga r det att utla sa ett kunskapsbidrag av en 

potentiellt lyckad klassificering av refugerna. Dels fo r den beskri-

vande delen ga llande de insamlade refugerna i spatialt vektoriserat 

format och dess behov av transformering fo r klassificering. Öch slut-

ligen fo r hur o vervakad maskininla rning kan appliceras i fallet. 
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Etisk påverkan 

Forskarna i denna studie anser att en lyckad klassificering av refuger 
med o vervakad maskininla rning har en etisk pa verkan va rd att be-

akta och kommentera. Att refuger och andra fo reteelser automatiskt 

kan klassificeras till kategorier eliminerar en manuell process. Manu-

ella processer utfo rs av ma nniskor. Öm denna manuella process 

skulle ersa ttas med maskininla rning kan ma nniskor fo rlora sina ar-

beten. Pa  samma ga ng skulle da remot behovet av annan arbetskraft 

o ka som en konsekvens av forskningen. Mo jliggo rs ba ttre analys av 

refuger eller andra fo reteelsers drift- och underha llsbehov kan ej ti-

digare ka nt underha llsbehov uppta ckas. Vilket medfo r att arbetskraft 

fo r drift och underha ll av va gna tet o kar. Behovet av data scientists 

fo r att analysera va gna tet skulle ocksa  kunna o ka.  

5.3 Urval och begränsningar 
I denna studie anva ndes en datasamling med refuger fra n Portland 

vilket ligger i Öregon, USA. Portland-datasamlingen var kategoriserad 

med fo rutbesta mda typer. Vilket saknades i Norge-datasamlingen. 

Detta fo ranledde att Portland-datasamlingen tilla mpades i denna stu-

die. Resultatet i denna studie motsvarar klassificeringen av refugerna 

fra n Portland vilket inte direkt kan representera de norska refugerna. 

Studiens metod ma ste testas direkt pa  Norge-datasamlingen fo r att 

sa kersta lla vilken exakt tra ffsa kerhet som kan uppna s da r. Det kan 

inte uteslutas att tra ffsa kerheten kan bli markant ho gre eller la gre 

baserat pa  resultatet fra n Portland-datasamlingen. Resultatet a r ba-

serat pa  tilla mpning av refuger fra n USA vilket medfo r att refugernas 

standarder kan skilja sig utefter hur de a r utformade. A ven uppdel-

ningen av refugerna i olika typer kan skilja sig. Ett exempel pa  detta 

a r att i Portland-datasamlingen a r refugerna kategoriserade till sju 

olika typer. Medan Norge-datasamlingen a r fo rberedd fo r elva olika 

typer. Huruvida det skulle o ka eller sa nka tra ffsa kerheten att Norge-

datasamlingen har ytterligare fyra typer att klassificera ga r det bara 

att spekulera i. Det skulle kunna generera en ho gre tra ffsa kerhet om 

de ytterligare fyra typerna hade minskat brus mellan typerna. Att just 

de elva typernas konturer skiljer sig mer fra n varandra a n de sju fra n 

Portland-datasamlingen. Fo ljaktligen skulle det kunna ha genererat 

en la gre tra ffsa kerhet da  fyra ytterligare kategorier komplicerar klas-

sificeringen da  risken o kar att blanda ihop typerna. Na got som skulle 

kunna ha o kat fo rsta elsen fo r skillnaderna i standarder (uppdelning 

av typer) mellan refugerna i Norge och Portland a r att ha bedrivit do-

kumentstudier och intervjuer med fackma n. Detta gjordes ej i denna 

studie vilket kan ha medfo rt att generalisering av resultatet pa ver-

kats negativt. Ett annat exempel som ej a r redovisat fo r a r hur refu-

gerna i Portland ma ts in till deras va gna t ja mfo rt med Öslo-projektet. 

Med tidigare studier i beaktning ga llande kontursapproximation med 

EFD av Kuhl och Giardina (1982) bedo mdes den vara en potentiell 

metod fo r klassificering av refugerna (Camargo Neto m.fl., 2006; Cruz 

Flores m.fl., 2020; Veer m.fl., 2018). Det finns dock andra metoder att 

approximera konturer pa  som ej har beskrivits i denna studies 



Klassificering av refuger baserat på spatiala vektorpolygoner i vägnät 

Högskolan Dalarna  46 | 60 
 

teoretiska referensram men av Flood och Winstanley (2001). Andra 

metoder kan ha varit mer la mpliga baserat pa  tra ffsa kerhet som ma t-

metod.  

En datasamling med fotograferade refuger i rasterformat skulle 

kunna ha avskilt refugtyperna mera da  en ho gre detaljrikedom kan 

utvinnas da  de besta r av mer a n bara en kontur. Detaljrikedomen 

skulle kunna ge potential till en ho gre tra ffsa kerhet da r neurala na t-

verk med objektigenka nning i sta llet go r klassificeringen (Krylov 

m.fl., 2018). En begra nsning i studien a r att endast utva rdera KNN 

och Decision tree. Resultatet fra n de tva  klassificeringsalgoritmerna 

kan inte anses representera vad o vervakad maskininla rning som me-

tod i allma nhet kan a stadkomma. Forskarna bedo mer ocksa  den 

ho gsta uppna dda tra ffsa kerheten pa  69 % som en klar begra nsning 

av studiens resultat. Datasamlingarna a r liknande genom att de ba da 

inneha ller refuger uppdelade i minst sju typer som spatiala vektorpo-

lygoner ha mtade fra n verkligheten. Ett antagande kan da  go ras att 

sva righeter som uppstod vid klassificering av Portland-data-

samlingen a ven skulle uppsta  om metoden tilla mpas pa  Norge-data-

samlingen. Fo r att rekommendera metoden till att anva ndas med 

TNE o nskas att en mycket ho gre tra ffsa kerhet uppna s. 

Portland-datasamlingen var obalanserad i bema rkelsen att refugty-

pen ”median island” utgjorde 48 % av datasamlingen kan detta skapa 

en begra nsning ga llande tra ffsa kerhetens giltighet. Da  risken finns att 

”median island” blir o verrepresenterad i klassificeringen. Ett hypote-

tiskt exempel pa  detta kan vara om refugtypen ”traffic circle” hade 

uppga tt till 95 % av datasamlingen. Da  hade en klassificeringsalgo-

ritm la rt sig att det mest gynnsamma a r att alltid klassificera som 

”traffic circle”. Vilket skulle resultera i en mycket ho g tra ffsa kerhet 

men inte en bra prestation. Varje ga ng en annan refugtyp ska klassifi-

ceras a r risken o verha ngande stor att den blir fel klassificerad. 48 % 

a r inte en lika stor obalans men forskarna vill uppma rksamma faktu-

met att det kan pa verka resultatets giltighet. Tra ffsa kerheten i ett 
verkligt scenario kan egentligen vara la gre. Brownlee (2015) beskri-

ver att de flesta datasamlingar a r mer eller mindre obalanserade. Öm 

det fo rkommer en liten skillnad a r den obalanserade datan inte ett 

problem. Med likheter till exemplet med ”traffic circle” beskrivs en 

datasamling med en 90 % o verrepresentation av en typ. Klassifice-

ringsalgoritmen ser dessa 90 % och besta mmer att alltid prediktera 

mot den typen fo r att uppna  en ho g tra ffsa kerhet. Vilket egentligen 

betyder att tra ffsa kerheten enbart speglar fo rdelningen av typer. Fo r 

att motverka den obalanserade datan finns det olika tillva gaga ngsa tt. 

Brownlee (2015) beskriver na gra metoder fo r detta. Ett mo jligt alter-

nativ a r att samla in mer data vilket kan inneba ra att datasamlingen 

ja mnar ut sig mellan de olika typerna. Anva ndning av sammanbland-
ningsmatris och precision och a terkallelse kan anva ndas fo r mer in-

formation om tra ffsa kerheten. Vilket i denna studie sammansta lls och 

analyseras i avsnitt 4.2. Det ga r a ven att rekonstruera om data-

samlingen sa  den blir mer balanserad. Att uto ka datasamlingen var 

inte ett alternativ i denna studie da  datama ngden speglar 
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verkligheten av de refuger som finns i Portland och da rfo r inte ga r att 

pa verka. Da  Portland-datasamlingen var obalanserad motiverade det 
anva ndning av sammanblandningsmatris, precision och a terkallelse 

fo r att utvidga hur giltig tra ffsa kerheten var. Att rekonstruera data-

samlingen hade varit ett alternativ med en mo jlig fo ljd av mer giltigt 

resultat. Men da  studien anammar det verkliga perspektivet hur det 

ser ut valdes detta att inte go ras vilket kan vara en begra nsning ga l-

lande resultatets giltighet. 

Utmaningar 

Forskningen i studien har innefattat en del utmaningar. Samarbets-

partnern Triona ville inledningsvis underso ka mo jligheten att med 

hja lp av maskininla rning knyta refuger till ett va gna t. Da  problemet 

blev va ldigt omfattande begra nsades studien till forskningsfra gan att 

klassificera refugerna med maskininla rning. Norge-datasamlingen 
var inte kategoriserad vilket skapar problem vid o vervakad maskin-

inla rning da  det inte finns ett facit fo r klassificeringsalgoritmerna. 

Da rfo r so ktes Portland-datasamlingen upp med tillho rande typer pa  

refuger vilken var sva r att hitta. Litteraturen ga llande det specifika 

fallet var en va ldig utmaning att finna da r forskarna fick va nda sig till 

na rliggande forskning eller a mnen. 
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6 Slutsats 

Refugerna fra n Norge-datasamlingen var inte i fo rva g kategoriserade 

till sina elva typer. Det gjorde att Portland-datasamlingen med 2157 

refuger med sju typer fra n Portland, Öregon i USA tilla mpades i dess 

sta lle. Denna studies problemformulering utmynnade i forskningsfra -

gan ”hur kan klassificeringsalgoritmerna K-nearest neighbors och 

Decision tree anva ndas fo r att klassificera refuger med fo rutbe-

sta mda typer baserat pa  spatiala vektorpolygoner i ett GIS?”. Svaret 

pa  forskningsfra gan redogo rs ha rmed nedanfo r. 

Refugernas spatiala vektorpolygoner (vars ho rn bestod av GCS-koor-

dinatpar) transformerades till en approximation av konturerna med 

Elliptical Fourier Descriptors (EFD) av Kuhl och Giardina (1982). 

Area, antal ho rn och gra nsla ngd fra n polygonerna lades till ja msides i 

indata. Konturerna av refugtypernas likheter och olikheter analysera-

des i diagram med Principal component analysis och genomsnittlig 

kontur med standardavvikelse med metod av Raj och Cannon (1999). 

Fem av sju refugtyper bedo mdes ha en stor variation inom sina egna 

grupper och en ma rkbar o verlappning mellan sig. De o vriga tva  (traf-

fic circle och traffic separator) bedo mdes ba da ha en mindre variat-
ion inom sina typer och en klart mer avskild genomsnittlig kontur 

fra n o vriga refugtyper. En rutna tsso kning med korsvalidering utfo r-

des. Kombinationen av klassificeringsalgoritmernas hyperparamet-

rar och antal fo rklarande EFD-orders som gav ho gsta tra ffsa kerhet 

utvanns. 

Decision tree klassificerade refugtyperna ra tt 69 % av ga ngerna och 

K-Nearest neighbors 64 %. Maskininla rningsmodellerna uppna dde 

ho gsta precision och a terkallelse pa  traffic circle och traffic separator.  

Ba de Norge-datasamlingen och Portland-datasamlingen inneho ll in-

ma tta refuger som spatiala vektorpolygoner och var uppdelade i 

minst sju typer. Refugerna existerade i verkligheten med syftet att i 

olika situationer avgra nsa ko rfa lt i va gna t vilket ocksa  besta mmer 
konturernas utformning. Det medfo r att va ldigt ma nga olika konturer 

kan uppsta . Det har observerats vid klassificering av Portland-data-

samlingen att fo rva xling oftare skedde om refugernas konturer inom 

de sju typerna inte var tillra ckligt uniforma och det saknades a tskild-

het mellan typerna. Tra ffsa kerheten pa  69 % som uppna ddes pa  

Portland-datasamlingen bedo mdes inte som tillra ckligt ho g (o ver 90 

%). Att enbart klassificera baserat pa  refugernas konturer visade sig 

vara sva rt. Da rmed kan ett antagande go ras att tra ffsa kerheten inte 

heller blir ho g om studiens metod appliceras pa  Norge-data-

samlingen. Vilket go r att en rekommendation inte ges av forskarna. 

Norge-datasamlingen inneho ll dessutom ytterligare fyra typer som 

skulle kunna go ra att de oftare fo rva xlas. En maskinla rningsmodell 
med en tra ffsa kerhet pa  under 90 % skulle a nda  kunna anva ndas som 

ett sto d till en manuell kategoriseringsprocess. 
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7 Vidare forskning 

Denna forskning har tilla mpat Portland-datasamlingen med refuger 

fra n Portland i USA. Ett fo rslag pa  framtida forskning a r att applicera 

denna studies metod pa  refugerna fra n Norge-datasamlingen efter att 

de blivit korrekt kategoriserade av beho rig personal. Att forska vi-

dare pa  detta skulle mo jliggo ra att go ra ja mfo relser med denna stu-

dies resultat med samma utva rderingsmetod. 

Finns det andra fo reteelser a n refuger som a r mer eller mindre la m-

pade fo r att klassificera med o vervakad maskininla rning baserat pa  

spatiala vektorpolygoner? Detta kan vara en potentiell fra ga att 

forska vidare pa . Denna studie har enbart forskat pa  att klassificera 

refuger. Refuger a r bara en av ma nga fo reteelser i va gna t och att 

automatisera manuella processer genererar ofta en tidsbesparing. 

Det kan finnas andra fo reteelser som a r mycket la mpade fo r klassifi-

cering da r ho g tra ffsa kerhet kan na s. Fo r att ma ta och skapa slutsat-

ser kan olika fo reteelsers utfall i form av tra ffsa kerhet fra n klassifice-

ringsalgoritmernas ja mfo ras. 

Ett alternativ fo r vidare forskning a r att anva nda sig av ho gupplo sta 

rasterfoton av refuger i sta llet fo r spatiala vektorpolygoner. Med ras-
terfoton och neurala na tverk kan mo jlighet finnas att utvinna mer ka-

rakta ristisk information fra n refugtyperna fo r klassificering. Kan 

olika refugtyper inneha lla va ldigt utma rkande drag dem emellan som 

a r gynnsamma vid klassificering? Detta a r intressant att forska vidare 

pa  fo r att ma ta om metoden kan generera ho gre tra ffsa kerhet. 
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Innovativ datafångst för gator och torg.  

 

Bilaga 2. 
 
Utbildningsmaterial länksekvenser. 
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Bilaga 3. 
 
Tabell över litteratursökningar. 

 

Bilaga 4. 
 
Översiktlig granskning av använd facklitteratur i forskningen 

Facklitteratur 

I avsnittet om GIS i den teoretiska referensramen har fra mst tva  

bo cker inom kategorin facklitteratur anva nts. Valet av att anva nda 

fackbo cker i detta avsnitt gjordes fo r att de ba da ger en sammansatt 

SÖ KMÖTÖR SÖ KTERM SÖ KTRA FFAR 

SUMMON ”Machine Learning” 602 124 

SUMMON ”Geospatial data” 26 444 

SUMMON ”Machine learning of spatial data” 35 438 

SUMMON “Spatial data” 1 047 673 

SUMMON “Lidar” 79 672 

SUMMON “Supervised learning” 92 243 

SUMMON “gis maintenance road” 747 

SUMMON “Geospatial Vector Polygons” 129 

SUMMON “KNN” 19 594 

SUMMON “K-nearest neighbour” 34 002 

SUMMON “GIS” 171 995 

SUMMON “Geographical information system” 198 313 

SUMMON “Classification and regression trees” 25 870 

SUMMON “Decision tree” 129 353 

SUMMON “GIS machine learning” 3 969 

SUMMON “gis classification” 18 148 

SUMMON “machine learning gis” 3969 

SUMMON “geospatial vector polygons” 129 

SUMMON “ elliptic fourier descriptors machine learn-

ing” 

39 

SUMMON “Efd machine learning” 38 

GOOGLE 

SCHOLAR 

”Machine Learning” 5 060 000 

GOOGLE 

SCHOLAR 

”Geospatial data” 450 000 

GOOGLE 

SCHOLAR 

”Machine learning of spatial data” 2 830 000 

GOOGLE 

SCHOLAR 

“Spatial data” 5 660 000 

GOOGLE “vad a r maskininla rning?” 508 000 

GOOGLE “AI” 4 520 000 000 

GOOGLE “KNN” 16 200 000 

GOOGLE “Decision tree”  1 130 000 000 

GOOGLE “QGIS” 8 560 000 

GOOGLE “what is stratified cross validation” 33 100 000 
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introduktion till GIS och om aktuell forskning inom omra det. Intent-

ionen med att skriva avsnittet om GIS var fo r att placera denna fall-
studies problembeskrivning i ett sto rre sammanhang. Den fo rsta 

boken “Introduction to geographic information systems” av Chang 

(2018) har enligt Google Scholar till dags dato 1767 citeringar med 

sin utga va fra n 2008. Den andra boken ”Essentials of Geographic In-

formation Systems av” av Jonathan Campbell och Michael Shin (2011) 

har 15 positiva recensioner pa  Öpen Textbook library da r flertalet a r 

skrivna av fo rela sare och professorer som anva nt boken som kurs-

material. I avsnittet om maskininla rning har tva  bo cker inom katego-

rin facklitteratur anva nts. Bo ckerna valdes da  de ba da beskriver a m-

net maskininla rning i ett vidare perspektiv. Den fo rsta boken a r 

”Machine learning: an algorithmic perspective” av Marshland (2015) 

vilket enligt Google Scholar har 2180 citeringar med sin utga va fra n 

2011. Den andra boken a r ”Artificial intelligence: a modern appro-

ach” av Russell och Norvig (2010) vilken har 41759 citeringar enligt 

Google Scholar med sin utga va fra n 2002. 

 

Bilaga 5. 
 
Intervju över email med Trionas projektledare för Oslo-projektet gällande 
refuger. 

Fra gor Svar 

Who is the customer? I dette aktuelle prosjektet er 

Öslo kommune oppdragsgiver. 

 

Is this order part of any spe-
cific goal of the customer? 

 

Öslo kommune har to ma l med 

prosjektet: 

Fa  registrert vegobjekter i 

NVDB (Nasjonal vegDataBank) 

-Fa  utarbeidet en «Hovedplan 

veg» som er en 

tilstandbeskrivelse av 

vegnettet inkl. tiltakspakker 

 

Are there any other features 
than traffic islands that are 
supposed to be collected and 
matched?  

 

Ja. Trafikkskilt, Vegdekke, 

Rekkverk, Gjerde, Skjerm, 

Vegoppmerking symbol, 

Vegoppmerking langsga ende, 

Kantstein, Trafikkøy og i 

tillegg tilstand pa  Skilt, 

Rekkverk og Vegdekke. 
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How many traffic islands is 
supposed to be added to the 
road network? 

 

1058 

 

How many have you com-
pleted? 

 

1058 

 

What is the supposed profit 
or reasons of matching the 
traffic islands to the link se-
quence according to the cus-
tomer? 

 

Viktig a  knytte til vegnettet 

slik at trafikkøy kan behandles 

som alle andre data i NVDB. 

Vegobjektene er stedfestet 

med koordinater (punkt, linje, 

flate) samt knyttet til vegnettet 

 

What is the purpose of not 
only match with a link se-
quence, but also a measure 
value between 0 – 1 to that 
link sequence? 

 

Alle data I NVDB er nøyaktig 

stedfestet inne pa  lenkene. 

 

Are there any requirements 
how the traffic island should 
be measured to the link se-
quence? 

 

Trafikkøyene er levert som 

geometriske flater. Det er 

utfordrende a  mappe flater til 

det lineære referansesystemet 

 

For an example, a traffic is-

land in-between two link se-

quences, what decide which 

one it should connect to? Or 

both? 

 

Dette svarer Triona/TNE pa   

 

How did you try to do this 
task with automation in the 
beginning? 

 

Dette svarer Triona/TNE pa    
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Do you have any idea how 
machine learning could be 
used to achieve automatic 
matching? 

 

Vi brukte AI / maskin learning 

til a  detektere omrisset / flaten 

for trafikkøyene 

 

Have you thought about the 
spatial join algorithm to auto-
matic match traffic islands? 

 

Dette svarer Triona/TNE pa   

 

 

Bilaga 6. 
 
Exempel på fem vikningar i en korsvalidering av en datasamling. Hämtad 
från medium.com. 

 

 

 

Bilaga 7. 
 
Prestation av KNN vid klassificering av portlandrefugerna med optimala an-
tal k [21–30] och EFD-orders för högsta träffsäkerhet. 5 

Attributs-selektion k EFD-orders Träffsäkerhet 

N. EFD 24 6 0.43 

I.N. EFD 21 0 0.40 

N. & I.N. EFD 21 0 0.59 

 

5 N. = normaliserad. I.N. = icke normaliserad. 

https://medium.com/the-owl/k-fold-cross-validation-in-keras-3ec4a3a00538
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N. & I.N. EFD exkl. 

area, antal ho rn 

och gra nsla ngd 

21 3 0.62 

 

 

Bilaga 8. 
 
Refugtyper och dess beskrivning från norska datakatalogen. 
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